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RESUMO

Este artigo descreve um algoritmo que utiliza Otimiza¢do por Nuvem de Particulas
(ONP) para a resolucdo do Problema da Diversidade Maxima (PDM). O PDM é um problema
da area de Otimiza¢do Combinatéria que tem por objetivo selecionar um numero pré-
estabelecido de elementos de um dado conjunto de maneira tal que a soma das
diversidades entre os elementos selecionados seja a maior possivel. A ONP simula o
comportamento de um bando de passaros em voo com seu movimento localmente
aleatério, mas globalmente determinado, para encontrar maximos locais. A utilizacdo da
ONP para resolver o PDM mostrou-se viavel e os resultados computacionais apresentaram
resultados satisfatdrios.

PALAVARAS CHAVE. Andlise Combinatoéria, Problema da Diversidade Maxima (PDM),
Otimizacido por Nuvem de Particulas (ONP), Problemas NP-Dificil.

Area principal: Anilise Combinatéria, Metaheuristica.

ABSTRACT

This article describes an algorithm that uses Particle Swarm Optimization (PSO) to
solve the Maximum Diversity Problem (PDM). The PDM is a problem in the area of
combinatorial optimization which aims to select a preset number of elements of a given set
such that the sum of the differences between the selected elements is the highest possible.
The PSO simulates the behavior of a flock of birds in flight with its random movement
locally, but globally determined to find local maxima. The use of PSO to solve PDM was
feasible and the computational results showed satisfactory results.

KEYWORDS. Combinatorial Analysis, Maximum Diversity Problem (PDM), Particle
Swarm Optimization (PSO), NP-Hard Problems.

Main area: Combinatorial Analysis, Metaheuristics.
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1. Introducao

Este artigo descreve uma aplicacdo baseada em um algoritmo de Otimizacdo por
Nuvem de Particulas para tratar o Problema da Diversidade Maxima (PDM).

0 Problema da Diversidade Maxima encontra aplicagdes nos mais variados campos
da ciéncia, como na industria farmacéutica AGRAFIOTIS (1997), na biologia, onde através
de cruzamentos seletivos pode-se extrair caracteristicas desejaveis em animais, plantas e
outros seres vivos TAKANE (2011), e nas empresas, onde pode ser usado para selecionar
equipes de trabalho heterogéneas ou para descobrir qual a combinacdo de produtos que
gera o maior lucro possivel.

H4 na literatura diversas abordagens para solu¢do do problema com métodos
aproximados, dos quais podemos citar a metaheuristica GRASP em GHOSH (1996), Busca
Tabu em DUARTE e MARTI (2007) e ARINGHIERI (2005) e metaheuristica Iterated Local
Search em DUARTE (2008).

1.1. O Problema da Diversidade Méaxima

O Problema da Diversidade Maxima (PDM), segundo Duarte (2008), é um problema
de Otimizacdo Combinatéria que tem por objetivo selecionar um nimero pré-estabelecido
de elementos de um dado conjunto de maneira tal que a soma das diversidades entre os
elementos selecionados seja a maior possivel, ou seja, consiste em selecionar um
subconjunto M com m elementos de um conjunto N, onde N = {1,..,n}, de tal forma que a
diversidade entre os seus elementos selecionados seja maxima. O PDM é considerado um
problema NP-dificil, isto é, ndo existe algoritmo conhecido que o resolva de forma exata em
tempo polinomial e, a3 medida que o tamanho das instancias vdo se tornando
suficientemente grandes, tornam-se impossiveis de serem resolvidas em tempo aceitavel.

Para calcular a diversidade como uma distancia é comum usar uma métrica
normatizada entre os atributos dos elementos de N. Uma distdncia normalmente usada é
dada pela norma Euclidiana. Usamos a férmula abaixo para definir a distancia euclidiana
entre dy, onde p=2, k pertence ao conjunto R, R é o conjunto dos atributos (tabela 1) e aj
denota o k-ésimo atributo do elemento i.

dij=" Z (laae = ajel)”

kK€ER

1.1.1. Exemplo

Nesta se¢do, mostraremos um exemplo de aplicacio do PDM a fim de melhorar a
compreensao do problema.

Suponha que uma secao de recursos humanos de uma determinada empresa queira
selecionar trés funcionarios dentre os cinco pré-selecionados para compor uma equipe de
trabalho e deseja que esta equipe tenha os mais diversos atributos possiveis. Inicialmente,
sdo definidos quais atributos sdo considerados importantes para que esta equipe seja a
mais heterogénea possivel. Apoés, é definido um peso para cada atributo, de acordo com sua
relevancia. A Tabela 1 mostra o mapeamento dos atributos e a Tabela 2 mostra o
mapeamento dos atributos dos candidatos, onde cada linha representa um candidato com
seus respectivos atributos.

Tabela 1. Tabela de Mapeamento de atributos pessoais
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Classificacéo Atrl?utos
Sexo Idade | Regi8o de Origem | Areas de Conhecimento | Experiéncia (anos)
1 Masculino | 16 —19 Norte Ciéncias Exatas 0-1
2 Feminino 20-23 Centro-Oeste Ciéncias Humanas 2-3
3 24 - 27 Nordeste Ciéncias Sociais Aplicadas 3-4
4 28-31 Sul Ciéncias da Salude 4-5
5 31-34 Sudeste Ciéncias Agraria 610
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Tabela 2. Tabela de atributos mapeados dos candidatos

Funcionari Atributos
uncionario "svo [ idade Regido de Origem | Areas de Conhecimento | Experiéncia (anos)
A 1 2 2 2 !
B 2 3 3 2 :
C 2 1 1 3 2
D 1 4 5 5 3
E 2 4 5 4 4

16 a 19
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Com base na Tabela 2, calculamos a distancia entre cada par de candidatos. A
Tabela 3 mostra os valores resultantes do calculo a distancia Euclidiana.

Tabela 3. Matriz de distancias entre cada par de candidatos

A B C D E
A 0,00 1,73 2,24 5,10 5,20
B 1,73 0,00 3,16 4,36 4,24
C 2,24 3,16 0,00 5,57 5,48
D 5,10 4,36 5,57 0,00 1,73
E 5,20 4,24 5,48 1,73 0,00

7

A solucdo 6tima para o problema é calculada analisando todas as combinagdes
possiveis dos cinco candidatos agrupados de trés em trés e escolhendo os que
apresentarem a maior diversidade entre eles. Neste caso teriamos 10 combinacdes

possiveis.

5x4x3 60
= =—==10

5\ 5!
(5) ﬁ T 3x2x1 6
A Tabela 4 apresenta os grupos juntamente com a diversidade total entre eles. A
solucdo do problema (solu¢do 6tima) seria a escolha dos candidatos B, C e D, pois
apresentam a maior diversidade entre eles.

Tabela 4. Diversidade Maxima com todas as soluc¢des possiveis

Combinagbes Diversidade Total

ABC | AB+AC+BC 1,73 +2,24 + 3,16 7,13

ABD | AB+AD+BD 1,73 +5,10 + 4,36 11,19
ABE | AB+ AE +BE 1,73+52+424 11,17
ACD | AC+AD+CD 2.24+51+5,57 12,91
ACE | AC+AE+CE 2,24 +510+5,48 12,82
ADE | AD + AE + DE 510+5,20+1,73 12,03
BCD |BC+BD+CD 3,16 + 4,36 + 5,57 13,09
BCE | BC+BE+CE 3,16 +4,24 +5,48 12.88
BDE | BD +CE + DE 4,36 +548+1,73 11,57
CDE |CD+CE+DE 557+548+1,73 12,78

1.2. Trabalhos Anteriores

Ghosh (1996) propos um algoritmo GRASP para solucionar o Problema da
Diversidade Maxima e implementou um algoritmo exato para comparar a eficiéncia da
heuristica proposta. Os resultados computacionais mostraram que o GRASP proposto
alcanca uma solugdo 6tima ou uma solugdo muito préxima da 6tima para instancias de
pequeno porte (n < 40).

Lozano et al. (2011) apresentaram uma metaheuristica que gera uma sequéncia de
solucdes por iteracdo sobre uma heuristica de construcdo gulosa, usando fases de
construcdo e desconstrugdo. Segundo o autor, experiéncias computacionais revelaram que o
algoritmo proposto é extremamente eficaz em comparagdo com as melhores
metaheuristicas para o problema em questao.

Agrafiotis (1997) apresentou uma nova familia de algoritmos de selecdo que
combinam um motor de busca estocastica com uma func¢io objetivo definida pelo usuario
que codifica qualquer critério de selecdo desejavel e aplicou o método para o problema de
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maximizar a diversidade molecular. Os resultados demonstraram que o método é capaz de
visitar areas remotas e pouco povoadas do espaco de amostragem e pode escapar
facilmente de areas de alta densidade local, que é um defeito tipico de algumas
metodologias de clustering.

Silva et al. (2005) propuseram trés heuristicas de construcdo e duas de Busca
Local para analisar seus desempenhos na metaheuristica GRASP. Resultados
computacionais mostram que os algoritmos propostos sempre alcancam uma solucdo 6tima
quando esta é conhecida e, para instancias maiores, apresentam um desempenho médio
superior quando comparados com as melhores heuristicas GRASP da literatura.

Aringhieri et al. (2005) propuseram explorar uma abordagem que consiste em
refinar a fase de Busca Local, através da ado¢do de um algoritmo de Busca Tabu, mantendo
um procedimento de inicializacdo muito simples. Os resultados computacionais mostraram
que a Busca Tabu atinge melhores resultados e tempos computacionais menores em relacao
aos relatados para o GRASP.

Duarte e Marti (2007) propuseram um algoritmo baseado em de Busca Tabu
incorporando estruturas de memodria para as fases de construcio e de melhoria. Os
experimentos computacionais com instancias de médio e grande porte mostraram que a
proposta superou as melhores heuristicas relatadas na literatura em pequenos tempos
computacionais.

Duarte et al. (2008) propuseram algoritmos heuristicos baseados nos conceitos da
metaheuristica Iterated Local Search (ILS), que consiste em um procedimento iterativo no
qual buscas locais sdo aplicadas a novas solucdes de partida, obtidas através de
perturbacdes em solucdes de 6timos locais. Os resultados computacionais mostram que os
algoritmos propostos apresentam um desempenho médio superior quando comparados
com as melhores heuristicas da literatura.

Takane (2011) apresentou uma solucdo baseada na Técnica de Reformulacdo de
Linearizacdo. Os resultados computacionais mostraram que o método proposto demonstra
ser competitivo frente aos métodos exatos descritos na literatura.

2. Otimizac¢ao por Nuvem de Particulas

A Otimizacdo por Nuvem de Particulas (Particle Swarm Optimization - PSO) é,
segundo SOUZA (2006), uma técnica de computacdo desenvolvida por James Kennedy e
Russell Eberhart, em 1995, na qual pretendiam simular graficamente o comportamento de
um bando de passaros em voo, com seu movimento localmente aleatério, mas globalmente
determinado.

No PSO, cada particula inicia um voo aleatdrio ou pré-determinado. Entretanto, a
cada iteracdo, o voo é ajustado de acordo com a sua prépria experiéncia, indo em direcédo a
melhor posicdo encontrada pela particula (PBest, que representa o fator de
individualidade) e da experiéncia de todas as outras particulas, voando em direcdo a
melhor posi¢do encontrada por qualquer uma das particulas (GBest). A experiéncia externa
a particula é denominada fator de sociabilidade. A nova posi¢ido é definida baseada nestes
dois fatores e na velocidade de inércia da prépria particula.

No algoritmo PSO GBest, inicialmente as posi¢des das particulas Xj; sdo escolhidas
aleatoriamente e a velocidade das particulas Vj; sdo nulas. A velocidade de deslocamento da
particula é feito segundo a seguinte equacio:

Vi=w. Vij+ci.ry. (PBestj- Xj) + c2. rz;. (GBest; — Xi)

Onde Vj é a velocidade da particula i na dimensao j, Xj; é a posicdo da particula i na
dimensao j, c; e cz sdo constantes de aceleracdo positivas usadas para balancear a
contribuicdo dos componentes cognitivo e social respectivamente, r;; e rz sdo valores
randémicos na faixa [0,1] distribuidos uniformemente e w é uma constante que representa
o peso inercial na velocidade da particula.

A nova posicdo da particula se da através da equagdo Xj;- X+ Vj

16 a 19
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3. Algoritmo Proposto

O algoritmo proposto trata-se de uma versdo da metaheuristica Otimizacao por
Nuvem de Particulas (PSO) e funciona da seguinte maneira: Inicialmente sdo geradas k
particulas, onde 40% delas - sendo no minimo uma particula - sdo criadas através de um
algoritmo guloso simples - descrito a seguir - e, as particulas restantes, os m elementos sio
escolhidos aleatoriamente obedecendo aos limites da instincia. A quantidade k de
particulas foi definida como sendo 5 vezes a dimensdo da particula (tamanho do vetor que
contem os m elementos que foram selecionados), com um limite inferior de 200 particulas.

A heuristica gulosa comegca com o primeiro elemento sendo escolhido
aleatoriamente dentro dos valores limites da instancia; o segundo elemento é o primeiro
elemento encontrado com a maxima diversidade entre o primeiro elemento da particula e
todos os outros que compde a instancia; do terceiro elemento até o tamanho m da particula,
o elemento escolhido é o primeiro a apresentar a diversidade maxima entre todos os
elementos ja escolhidos para compor a particula. A escolha do primeiro elemento sendo
aleatéria torna o algoritmo ndo deterministico e permite a geracdo de mais de uma
particula com elementos diferentes. A Figura 1 mostra o pseudocddigo do algoritmo guloso.

Figura 1. Pseudocéodigo do Algoritmo Guloso

Procedure Heuristica_gulosa(i)
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1. PJ[i][0] ¢-rand%dimensao;

2. Forj=1atém-1

3. Escolha P[i][j] de maneira que obtenha a maior diversidade com todos os elementos ja
escolhidos;

4. End-For

5. Return(P[i]);

Durante a criagdo das particulas é calculada a diversidade maxima de cada uma
delas a fim de que seja escolhido o GBest (particula com a maior diversidade maxima entre
todas as particulas). A propria particula, na sua criacdo, é definida como PBest (melhor
posicdo da particula encontrada até o momento).

A cada iteragdo k, a particula desloca-se pelo espaco multidimensional conforme a
seguinte férmula:

Xid = Xid + Vid (Eq. 1)

Onde:

Xid € a posicdo do elemento i na dimensio d da particula no espago
multidimensional;

Vid é a velocidade de deslocamento do elemento i na dimensdo d da particula, e é
calculada pela seguinte equacao:

Via = W*Vig + c1 * Cr * (Pia-Xia) + c2 * (1-Cr) * (Pga -Xia)  (EQ. 2)

Onde:

W é uma variavel que define o peso inercial que serd aplicado a velocidade da
particula e o valor é escolhido através da equacao W= 0.9 - ({0.9-0.1) / nr_iteracoes) * k. Esta
equacdo, baseada em COELHO FILHO (2013), faz com que nas k iteragdes iniciais o valor de
W - entre [0.1 e 0.9] - seja proximo do maximo e nas iteragdes finais fique proximo do
minimo. Isto faz com que a particula desloque-se mais rapidamente no inicio do
processamento e consiga “escapar” de 6timos locais.

Cr é escolhido através da equacdo Cr = k * Cr * (1-Cr), descrita por CHUANG
(2011), e gera sequéncias de numeros cadticos em substituicdo a rl e r2 da equacéo original do
PSO. Inicialmente Cr é escolhido aleatoriamente entre [0...1]. Foi usado k = 4, o que faz com
que a equacdo tenha um comportamento cadtico, mas gere a maioria dos nimeros nas
proximidades de 0 ou 1;
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¢l é uma constante que define a velocidade em direcdo a PBest. Foi fixada com o
valor de 1.05 e expressa o fator cognitivo da particula;

c2 é uma constante que define a velocidade em direcdo a GBest. Foi fixada com
valor de 1.20 e expressa o fator social da particula;

Xiqa € a posicao atual da particula;

Piq (PBest) a melhor posicao ja visitada pela particula;

P4 (GBest) a melhor posicdo ja visitada por qualquer uma das particulas;

Em algumas situacdes, a nova posicdo do elemento i da particula ocorre fora do
espaco vetorial. Neste caso, o elemento é posicionado na borda deste espaco. Também
acontecem casos em que a nova posicdo do elemento coincide com a posicdo de outro
elemento da mesma particula. Sendo assim, um nova posicdo desse elemento é escolhida
aleatoriamente, evitando que a particula fique “presa”, sem poder deslocar-se no espaco.

A cada iteracdo k as particulas se movem para a nova posicdo e a diversidade
maxima é calculada. Caso haja melhora na diversidade localmente (maior diversidade
maxima ja atingida pela particula), PBest é atualizado. Igualmente, caso haja melhora em
GBest, ele é atualizado. Na expectativa de melhorar a solucio, é executada uma Heuristica
de Busca Local toda a vez que GBest é atualizado.

A heuristica de Busca Local (BL) utilizada foi proposta por GHOSH (2006) e
consiste na troca de cada elemento i da particula GBest por todos os elementos j que estdo
fora dele. A cada troca a diversidade é calculada. Em caso de melhora, este torna-se a
solucdo corrente e a posicdo da particula e a melhor posicdo da particula (PBest) também
sdo atualizados. A Figura 2 mostra o pseudocddigo da BL.

Figura 2. Pseudocodigo do Algoritmo de Busca Local

Procedure Busca_Local(GBest, k)

1. Fori=0atém

2 For j = 0 até dimensdo da instancia

3 Temp_1 = Gbest[i];

4, GBest[i] < j;

5. Calcula diversidade GBest;

(3 Se melhorar diversidade entao

7 GBest torna-se solugdo corrente;
B Calcula PBest[k];

9, Atualiza posicao da particula;

10. Else

11. GBest[i] «Temp_i;
12, End-Se

13. End-For

14. End-For

15. Return(GBest);

0 algoritmo PSO é interrompido ap6s as itera¢des atingirem 30 vezes o namero de
elementos da instancia (N) ou se tempo de processamento atingir 3600 segundos. O tltimo
GBest encontrado é a solugdo do problema. A Figura 3 mostra o pseudocé6digo do algoritmo
PSO implementado.
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Figura 3. Pseudocédigo do Algoritmo PSO

Procedure onp()

1. Int m < dimensao da particula;

2. Int n < nidmero de particulas;

3. Float F[m][n], PBest[m][n], GBest[m] <« {};

4. For i =0 até max (1, dimensdo da instancia *0.4)
5. Pli] &Heuristica_gulosal(i);

[ PBest[i] «P[i];

7. Calcula GBest;

B. End-For

9. For i = max (1,dimensdo da instancia*0.4) até n-1
10. For j=0 até m-1

11. Plil[i] =Escolhido aleatoriamente;

12 PBest[i][i] «P[illl;

13. End-For

14. Calcula GBest;

15.  End-For

16. Busca_local(GBest,0);

17. Fork=1atén-1

18. Fori=1latén-1

19. For j=1 até m-1

20. Calcula velocidade de V[i][j] (Eq. 2);
21. Calcula nova posicdo de P[i][j]  (Eg. 1);
22 End-For

23 End-For

24. Calcula diversidade da particula i;

25. Se melhorar diversidade localmente entdo
26. PBest(i] <P[i];

27. End-Se

28. Se melhorar diversidade globalmente entao
29 GBest «P[i];

30. Busca_local(GBest,i);

31 End-Se

32 Se tempo de processamento = 60 min entdo
33. Break;

34. End-Se

35.  End-For

36. Return(GBest);

4., Testes e Resultados

Os teste foram realizados em um computador Intel Core i7, com 4 ntcleos, 2.3GHz
e 08 MB de memoéria RAM, usando o sistema operacional Debian GNU/Linux versio 7 e o
compilador g++ versdo 4.7. Apenas um nucleo do processador foi utilizado. O algoritmo foi
executado 10 (dez) vezes em cada uma das instancias e para a diversidade maxima foi
considerado o resultado com a maior diversidade obtida e, também, a média das melhores
solucdes, em cada instancia. As instancias empregadas foram criadas por SILVA (2004) e
contém uma populacdo de tamanho n=10, n=20, n=30, n=40, n=50, n=100, n=200, n=300,
n=400 e n=500. A fim de caracterizar as instancias, para cada valor de m associamos uma
letra: A, B, C e D correspondendo a 10%, 20%, 30% e 40% de n, respectivamente. A
diversidade entre dois elementos quaisquer nas Instancias foi escolhida aleatoriamente e
uniformemente distribuidas com inteiros entre [0 .. 9]. Foram testadas solu¢des com
tamanho m=10%n, m=20%n, m=30%n e m=40%n. As melhores solu¢des conhecidas foram
retiradas de SILVA (2004) e DUARTE (2008).
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A Tabela 5 e a Tabela 6 mostram os melhores resultados obtidos, onde a coluna 1
indica a instancia utilizada; a coluna 2, a dimensao desta instancia; a coluna 3, a quantidade
de elementos da particula (solu¢do); a coluna 4, a melhor solugao (diversidade maxima)
conhecida na literatura; a coluna 5, o nimero médio de iteracGes realizadas (com limite de
3600s); a coluna 6, o ndmero médio de iteragdes realizadas até encontrar as solucdes. A
melhor solugdo de cada teste ndo é necessariamente a melhor encontrada; a coluna 7, o
tempo médio de processamento; a coluna 8, o tempo médio necessario para encontrar a
melhor solugdo em cada teste; a coluna 9, a diversidade maxima obtida (melhor solugio) e,
finalmente, a coluna 10, que mostra a distdncia, em percentagem, entre a solucdo
encontrada e a melhor solucdo conhecida na literatura (gap), obtida através da equagdo
gap=((melhor solucdo conhecida/melhor solu¢do encontrada)-1)*100.

Tabela 5. Resultados (Instancias n <= 50)

Instancia Algoritmo PSO
| bimensso Dimenféo Melh?r Média Mé~dia ) Tempo | Tempo Médio Melh?r GAP (%)
Instancia (n) Solugdo Solugdo Iteragdes |lteragbes até total p/ obter Solugdo
(m) Literatura | (10testes) SolugBes médio [Melhor Solugdo [Encontrada

10B 10 2 9 300 0 0,00 0,00 9,00 0,00
10C 10 3 25 300 0 0,00 0,00 25,00 0,00
10D 10 4 47 300 0 0,00 0,00 47,00 0,00
20A 20 2 9 600 0 0,00 0,00 9,00 0,00
20B 20 4 50 600 5 0,02 0,00 50,00 0,00
20C 20 6 109 600 45 0,03 0,00 109,00 0,00
20D 20 8 181 600 6 0,06 0,00 181,00 0,00
30A 30 3 27 900 1 0,01 0,00 27,00 0,00
30B 30 6 121 900 47 0,05 0,00 121,00 0,00
30C 30 9 254 900 37 0,11 0,00 254,00 0,00
30D 30 12 412 900 125 0,19 0,02 412,00 0,00
40A 40 4 53 1200 57 0,04 0,00 53,00 0,00
40B 40 8 198 1200 0 0,12 0,00 198,00 0,00
40C 40 12 412 1200 0 0,24 0,00 412,00 0,00
40D 40 16 688 1200 0 0,45 0,00 688,00 0,00
50A 50 5 86 1500 92 0,07 0,00 86,00 0,00
50B 50 10 311 1500 58 0,21 0,00 311,00 0,00
50C 50 15 652 1500 490 0,49 0,17 652,00 0,00
50D 50 20 1087 1500 506 0,83 0,29 1087,00 0,00

Na Tabela 5, que mostra instancias com n<=50, podemos observar que em todos os
casos o algoritmo PSO encontrou a melhor solucao conhecida literatura.

A Tabela 6 mostra que, para as instancias com n>=100, a distancia entre o melhor
resultado obtido e a melhor solucdo encontrada na literatura nas instancias processadas
variou entre 0,00 % e 1,52 %, com uma média de 0,45 %, mediana de 0,31 % e um desvio
padrdo de 0,45 %.

A Tabela 7 mostra um comparativo entre os resultados médios obtidos para as
instancias com n<=50 pelo algoritmo PSO proposto com duas versdes dos algoritmos
GRASP implementos por SILVA (2005). 0 KDM + BLG foi escolhido por ser a heuristica com
menor tempo de processamento das que encontraram solugdes 6timas. Ja o CAn + BLG -
algoritmo proposto por GHOSH (2006) e implementado e testado por SILVA (2005) - foi
escolhido para a comparagio por apresentar o menor tempo de processamento, mesmo nio
encontrando todas as solu¢des 6timas.
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Tabela 6. Resultados (Instédncias n >= 100)

Instancia Algoritmo PSO
. .| Dimensdo Melhor Média Média Tempo Tempo Médio Melhor
.. |Dimensdo - . . - , N GAP (%)
Instancia (n) Solugdo Solugdo Iteragbes |IteragOes até total p/ obter Solugdo
(m) Literatura | (10testes) Solugdes médio |Melhor Solugdo |Encontrada
100A 100 10 333 3000 125 0,43 0,01 328 1,52
100B 100 20 1195 3000 369 1,61 0,22 1185 0,84
100C 100 30 2457 3000 449 3,62 0,55 2457 0,00
100D 100 40 4142 3000 1696 6,42 3,69 4136 0,15
200A 200 20 1247 6000 376 2,99 0,21 1233 1,14
200B 200 40 4450 6000 1090 12,50 2,55 4433 0,38
200C 200 60 9437 6000 2035 41,19 14,72 9429 0,08
200D 200 80 16225 6000 4500 95,48 74,08 16221 0,02
300A 300 30 2694 9000 961 10,12 1,25 2680 0,52
300B 300 60 9689 9000 2640 59,28 19,87 9658 0,32
300C 300 90 20743 9000 4088 209,09 99,09 20673 0,34
300D 300 120 35881 9000 871 482,41 58,83 35833 0,13
400A 400 40 4658 12000 3354 23,94 7,64 4618 0,87
400B 400 80 16956 12000 7040 193,67 120,77 16897 0,35
400C 400 120 36317 12000 5568 641,97 317,30 36220 0,27
400D 400 160 62487 12000 0 1582,81 51,87 62297 0,30
500A 500 50 7141 15000 4458 61,15 20,41 7048 1,32
500B 500 100 26258 15000 11203 485,43 376,18 26188 0,27
500C 500 150 56572 15000 11525 1645,63 1298,67 56516 0,10
500D 500 200 97344 13824 1363 3523,74 447,52 97308 0,04
Tabela 7. Comparativo entre PSO e Heuristicas GRASP
KMD + BLP CAn + BLG PSO
Instancia N Tempo . | Tempo . |GAP % | GAP %
n m |Tempo (s)| Solugdo Solugdo Solugdo
(s) (s) (1) (2)
108 10 2 0,02 9,00 0,00 9,00 0,00 9,00 0,00 0,00
10C 10 | 3 0,03 25,00 0,01 25,00 0,00 25,00 0,00 0,00
10D 10 | 4 0,03 47,00 0,01 40,00 0,00 47,00 0,00 -14,89
20A 20 2 0,09 9,00 0,00 9,00 0,00 9,00 0,00 0,00
20B 20 | 4 0,12 50,00 0,01 50,00 0,02 50,00 0,00 0,00
20C 20 6 0,17 109,00 0,02 109,00 0,03] 109,00 0,00 0,00
20D 20 | 8 0,23 181,00 0,03 181,00 0,06| 180,80 0,11 0,11
30A 30 | 3 0,22 27,00 0,01 27,00 0,01 26,90 0,37 0,37
30B 30 6 0,36 121,00 0,03 121,00 0,05| 120,90 0,08 0,08
30C 30 | 9 0,63| 254,00 0,06|] 254,00 0,11| 250,70 1,32 1,32
30D 30 | 12 0,99| 412,00 0,13| 412,00 0,19] 412,00 0,00 0,00
40A 40 | 4 0,44 53,00 0,02 53,00 0,04 51,60 2,71 2,71
40B 40 | 8 0,90 198,00 0,10 198,00 0,12 191,30 3,50 3,50
40C 40 | 12 0,99| 412,00 0,22| 412,00 0,24| 405,60 1,58 1,58
40D 40 | 16 2,25| 688,00 0,48 688,00 0,45| 687,50 0,07 0,07
50A 50 | 5 0,58 86,00 0,04 81,00 0,07 83,10 3,49 -2,53
50B 50 | 10 1,69 311,00 0,22 309,00 0,21] 305,60 1,77 1,11
50C 50 | 15 3,26| 652,00 0,59| 627,00 0,49] 650,70 0,20 -3,64
50D 50 | 20 5,14| 1087,00 1,12 1033,00 0,83| 1082,30 0,43 -4,56

No comparativo, o PSO foi executado com um tempo inferior aos tempos do KDM +
BLG na maioria das instancias e os resultados ficaram com um GAP médio de 0,82 %.
Verifica-se, também, que a heuristica proposta demanda um tempo menor de computacio,
compensando o resultado um pouco abaixo do que os melhores encontrados na literatura
na qualidade das solugdes. Vale ressaltar que os tempos sdo absolutos, ndo levando em
consideracdo a velocidade do clock do processador. Mesmo com o ajuste, os tempos de
processamentos sao bem menores para o PSO. Com relacdo ao CAn + BLG, o PSO conseguiu
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melhores resultados médios (média de -0,78 %), com um tempo de processamento
semelhante.

A Tabela 8 mostra um comparativo entre os resultados médios obtidos para as
instancias com n=100, n=200, n=300, n=400 e n=500 pelo algoritmo PSO proposto com os
algoritmos KDM2 + BLP (que mais vezes encontrou a melhor média na qualidade das
solucdes) e CAn + BLG (que apresentou o menor tempo médio de processamento). Podemos
verificar que o PSO apresentou em média, com relacdo ao KDM2 + BLP, resultados 0,94 %
inferiores, mas com um tempo de processamento muito menor. Ja na compara¢iao com o
algoritmo CAn + BLG, o PSO apresentou um GAP médio de 0,73 %, com tempo de
processamento inferior.

Tabela 8. Comparativo entre PSO e Heuristicas GRASP

KMD2 + BLP CAn +BLG PSO
Instancia Tempo Tempo GAP % | GAP %
n | m [Tempo (s)| Solugdo Solugdo Solugdo
(s) (s) (1) (2)
100A 100 | 10 30,20 333,00 0,40 333,00 0,43| 319,10 4,36 4,36
100B 100 | 20 79,50 1195,00 2,80| 1191,70 1,61| 1175,60f 1,65 1,37

100C 100 | 30 148,30| 2457,00 7,50| 2457,00 3,62| 2436,00f 0,86 0,86
100D | 100 | 40 234,40 4142,00 14,60 4140,30 6,42| 4126,50 0,38 0,33
200A | 200 | 20 301,10] 1247,00 6,30 1243,00 2,99 1217,70] 2,41 2,08
200B | 200 | 40 986,30 4448,00 39,30 4443,30] 12,50| 4416,30( 0,72 0,61
200C | 200 | 60 2807,00( 9437,00] 113,50 9424,00] 41,19] 9378,60[ 0,62 0,48
200D | 200 | 80| 4502,50]16225,00f 225,20]|16200,00f 95,48|16177,10] 0,30 0,14
300A | 300 | 30 1405,30| 2692,00 32,30 2681,30] 10,12| 2660,40( 1,19 0,79
300B | 300 [ 60| 4774,90| 9676,00[ 215,30] 9658,00f 59,28 9594,10] 0,85 0,67
300C | 300 [ 90| 10514,60|20727,00] 605,30]|20673,70| 209,09|20639,90| 0,42 0,16
300D | 300 (120| 17517,70|35881,00| 1184,60|35853,50| 482,41|35785,80| 0,27 0,19
400A | 400 | 40| 4066,20| 4654,00( 106,10 4629,70| 23,94| 4584,10| 1,52 0,99
400B | 400 | 80| 15275,10]|16938,00( 682,50|16873,30| 193,67|16856,70| 0,48 0,10
400C | 400 [120| 33594,60|36290,00( 1346,00|36187,70| 641,97|36134,10 0,43 0,15
400D | 400 |[160( 52042,60]|62451,50| 5064,30|62345,00| 1582,81|62267,20f 0,30 0,12
500A | 500 | 50 9171,30| 7107,00] 254,50| 7082,70| 61,15/ 7034,60] 1,03 0,68
500B | 500 [100| 39343,50|26229,50 1611,30|26219,00| 485,43|26111,40] 0,45 0,41
500C | 500 [150| 88158,70|56571,00[ 7922,90|56360,00| 1645,63|56383,30] 0,33 -0,04
500D | 500 [200] 137503,30|97310,00| 28842,60| 97166,70| 3523,74| 97070,00] 0,25 0,10

4., Conclusoes

Neste trabalho, foi proposta uma nova abordagem para a resolucao do Problema
da Diversidade Maxima baseada na metaheuristica Otimizacdo por Nuvem de Particulas.
Foram desenvolvidas uma heuristica de construcdo gulosa e outra aleatéria e uma
heuristica de Busca Local. 0 método mostra-se simples na sua implementacgdo e com poucos
ajustes de varidveis. Os resultados demonstram que o algoritmo conseguiu bom
desempenho, principalmente em instancias de pequeno porte (densidade <=50), onde
obteve as solugdes dGtimas. Para as instincias maiores (densidade >=100) o algoritmo
alcancou boas solugdes com GAP médio maximo de 1,52%.

Para instancia maiores o tempo mostra-se competitivo, com GAP inferior a 1% em
quase todas as instancias e com GAP maximo de 4,36%, tendo melhorado os resultados
médios na instancia 500C na comparag¢do com o algoritmo CAn + BLG. Em relacdo ao KMD?2
+ BLP houve reduc¢do acentuada dos tempos computacionais com uma pequena perda de
qualidade nas solugodes.

Este trabalho se encontra em desenvolvimento e tem como passos futuros a
realizacdo de ajustes nas varidveis que definem a velocidade de deslocamento das
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particulas, além de definir um limite a esta velocidade. Pode-se, também, estudar o efeito da
variacdo do nimero de particulas utilizadas, bem como sobre o niimero de itera¢des, a fim
de melhorar a qualidade das solu¢des e reduzir o tempo de processamento. O algoritmo
apresentou-se bastante robusto em relacdo ao comportamento médio da qualidade das
solucdes obtidas, cuja distribuicdo teve um desvio padrao de 0,45%.
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