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RESUMO
Classificação de dados está presente em diversos problemas reais, tais como: reconhecer

padrões em imagens, diferenciar espécies de plantas, classificar tumores benignos e malignos, den-
tre outros. Muitos desses problemas possuem padrões de dados difı́ceis de serem identificados, o
que requer, consequentemente, técnicas mais avançadas para sua resolução. Por ser uma metodolo-
gia simples e eficaz o uso de um elenco de classificadores tem sido bastante explorado para atacar
estes problemas. Todavia, para que o elenco seja capaz de promover melhorias, uma boa metodolo-
gia de agregação deve ser aplicada. Neste trabalho é apresentado uma abordagem de agregação de
classificadores baseada na integral de Choquet com respeito a uma medida fuzzy. A metodologia é
aplicada à diversas bases de dados e seus resultados se mostraram promissores.

PALAVRAS CHAVE. Classificação de dados, Integral de Choquet, Elenco de classificadores.

Tópicos: Estatı́stica

ABSTRACT
Data classification appear in many real-world problems, e.g., recognize image patterns,

differentiate plants species, classify benign and malignant tumors, among others. Many of these
problems present data patterns, which are difficult to be identified, thus requiring more advanced
techniques. As a simple and effective approach, the use of an ensemble of classifiers has been
extensively explored to tackle these problems. However, in order to improve the performance of
the ensemble, an adequate aggregation methodology must be developed. In this paper we present
a classifier aggregation approach based on Choquet integral regarding to a fuzzy measure. The
methodology is applied to different data bases and the results are promising.
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1. Introdução
Em aprendizado de máquina, sistemas de aprendizagem por elencos são inspirados no

comportamento humano em tomadas de decisões. É inerente ao ser humano buscar mais de uma
fonte de opinião especialista ao se deparar com uma decisão importante a ser tomada, principal-
mente nas áreas: médica, financeira e social [Štefka e Holeňa, 2010]. Um exemplo clássico é
a coleta de mais de uma opinião médica, neste caso o especialista, relacionado a uma possı́vel
intervenção cirúrgica. O indivı́duo ouve cada uma das fontes, considera a opinião de cada uma
delas e toma a decisão final: realizar ou não o processo cirúrgico. Esse é um processo bastante co-
mum para um ser humano e vem sendo aplicado em diversos problemas que envolvem inteligência
computacional [Polikar, 2006].

Informações obtidas por fontes diferentes possuem caracterı́sticas diferentes. Partindo
deste princı́pio, a fusão de informações é uma tarefa que consiste em produzir, a partir de um
conjunto de informações relacionadas, uma única informação que é capaz de extrair as principais
caracterı́sticas das demais. Atualmente, abordagens que utilizam fusão de informação vêm sendo
utilizadas largamente em problemas como: classificação de dados [Štefka e Holeňa, 2010; Mousavi
e Eftekhari, 2015; Seokho et al., 2015; Krawczyk e Woźniak, 2016], tomada de decisão [Polikar,
2006; Tapia-Rosero et al., 2016], predição de séries temporais [Merigó et al., 2015; Kourentzes e
Petropoulos, 2015], dentre outros.

A agregação de classificadores tem como objetivo obter uma classificação mais confiável
por meio de um conjunto de diferentes algoritmos de classificação atuando sobre a mesma base de
dados. Ao invés de buscar o melhor classificador, busca-se um conjunto de classificadores combi-
nados por um algoritmo de agregação. De maneira geral, um conjunto de classificadores simples
pode ser melhor do que um único classificador complexo [Chen et al., 2010]. Baseado nisso, di-
versos algoritmos de agregação vem sendo aplicados em conjuntos de classificadores a fim de se
obter melhores resultados. Xu et al. [1992] combinaram a teoria de Dempster-Shafer, formalismo
Bayesiano e o princı́pio de votação para reconhecimento de escrita. Krawczyk e Woźniak [2016]
alcançaram agregação por meio de um procedimento para determinar pesos de uma média ponde-
rada. Štefka e Holeňa [2015] utilizaram a integral fuzzy para realizar agregação. Cao [2012] e He
et al. [2007] obtiveram a agregação por meio da integral de Choquet.

Uma das técnicas utilizadas para agregação de classificadores é a integral de Choquet
[Choquet, 1954; Höhle, 1982], que é capaz de realizar a fusão de um conjunto de classificadores
levando em consideração a saı́da individual de cada classificador com respeito a uma medida fuzzy.
A medida fuzzy foi proposta por Sugeno [1974] e é uma forma natural para realizar avaliações
envoltas de incerteza e subjetividade. A grande dificuldade para utilizar a integral de Choquet é
justamente determinar quais são as medidas fuzzy relacionada a cada classificador. Devido a isso,
com intuito de simplificar a teoria da medida fuzzy, Sugeno [1974] propôs a medida λ-fuzzy, na qual
deve-se determinar as densidades fuzzy referentes a medida. Essa simplificação vem sendo utilizada
em diversas aplicações [He et al., 2007; Chen e Wang, 2001; Krishnan et al., 2015].

Mesmo com o modelo simplificado da medida fuzzy, ainda é necessário determinar as den-
sidades fuzzy para a medida λ-fuzzy. Essas densidades podem ser interpretadas como a importância
de um determinado elemento dentro de um conjunto. Diversas abordagens foram desenvolvidas
para determinar as densidades fuzzy, utilizando por exemplo: Redes Neurais Artificiais (ANN) [Jia
e Zhenyuan, 1997] ou Algoritmo Genético (GA) [Chen e Wang, 2001; Lee e Leekwang, 1995].
Neste trabalho é proposto uma abordagem utilizando Análise de Componentes Principais (PCA)
para determinar as densidades fuzzy, e consequentemente a medida λ-fuzzy, com objetivo de agre-
gar um elenco de classificadores, atuando em determinadas bases de dados, por meio da integral
de Choquet. O restante deste artigo está organizado da seguinte maneira: na seção 2 os concei-
tos básicos referentes a integral de Choquet, medida fuzzy e análise de componentes principais são
discutidos. Na seção 3 são apresentados conceitos relacionados ao elenco de classificadores e sua
agregação. Na seção 4 são apresentados os resultados experimentais. Por fim, na seção 5 é realizada
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uma breve conclusão.

2. Conceitos básicos

2.1. Medida Fuzzy

A medida fuzzy [Sugeno, 1974], nada mais é do que uma generalização da medida aditiva,
no qual a condição de aditividade é substituı́da por uma condição mais fraca, a monotonicidade
[Pedrycz e Gomide, 1998]. Nesta subseção serão abordadas as definições básicas relacionadas à
medida fuzzy.

Definição 1: [Sugeno, 1974] Dado um conjunto finito X = (x1, x2, ..., xr) e seja F (X) uma
função power set de X , uma função µ : F (X)→ [0, 1] é uma medida fuzzy se ela satisfaz as
seguintes condições:

1. µ(∅) = 0 e µ(X) = 1 (condição de fronteira).

2. µ(A) ≤ µ(B) se A ⊆ B, ∀A,B ∈ X (condição de monotonicidade).

A definição de medida fuzzy nem sempre é a mesma na literatura. Por exemplo, é comum exigir
apenas que tal medida seja monótona e positiva. No entanto, entre as diversas definições, o que há
em comum é a exigência de monotonicidade e que a medida do conjunto vazio seja zero [de Barros
e Bassanezi, 2006].

Definição 2: [Sugeno, 1974] Dado um conjunto finito X = (x1, x2, ..., xr) e seja F (X) uma
função power set de X , uma função g : F (X)→ [0, 1] é uma medida λ-fuzzy se ela satisfaz
as seguintes condições:

1. g(∅) = 0 e g(X) = 1.

2. Se A,B ∈ F (X) então g(A ∪B) = g(A) + g(B) + λg(A)g(B), para algum λ > −1,
se A ∩B = ∅.

O valor de λ pode ser encontrado a partir de g(X) = 1, que é equivalente a solucionar a equação
1, no qual gi = g(xi), x = (1, 2, ..., r), conhecido como densidade fuzzy, que pode ser interpretado
como a importância do subconjunto xi.

1 + λ =
n∏

i=1

(λgi + 1) (1)

A partir da propriedade 2 da definição 2, concluı́-se:

• Se λ = 0, então a medida é aditiva.

• Se λ 6= 0, então a medida não é aditiva.

Se a medida fuzzy não for aditiva isso expressa uma interação entre os diferentes conjuntos per-
tencentes ao universo de discurso. Caso contrário, então isso denota a independência entre esses
conjuntos [He et al., 2007].
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2.2. A integral de Choquet
A integral de Choquet foi introduzida, inicialmente no contexto da teoria da capacidade

por Choquet [1954], foi utilizada como integral com respeito a uma medida fuzzy por Höhle [1982] e
redescoberta mais tarde por Murofushi e Sugeno [1989] e Murofushi e Sugeno [1991]. De maneira
geral, a integral de Choquet é um operador de agregação com respeito a qualquer medida fuzzy
[Grabisch, 1995] e a grande utilização dessa técnica se deve, principalmente, ao fato de seu modelo
considerar não só a importância de cada atributo individual a ser agregado, mas também a interação
entre eles [Cao, 2012]. A definição da integral de Choquet é descrita da seguinte forma:

Definição 3: [Murofushi e Sugeno, 1989] Seja µ uma medida fuzzy em um conjunto finito
X , então a integral de Choquet da função f : X → [0,∞], com respeito a medida fuzzy µ é
definida como:

∫
fdµ =

n∑
i=1

(f(xi)− f(xi−1))µ(Ai) (2)

onde Ai ⊂ X para i = 1, 2, ..., n, f(x1) ≤ f(x2) ≤ f(x3) ≤ ... ≤ f(xn) e f(x0) = 0.

2.3. Análise de Componentes Principais (PCA)
A análise de componentes principais (PCA) é um método de análise de dados multivaria-

dos que pode ser usada para interpretar bases de dados multivariados a fim de reduzir sua dimensio-
nalidade. Análise de dados multivariados é utilizada em diversas áreas de pesquisa como alternativa
para tratar grandes quantidade de dados [Jolliffe, 2002]. Matematicamente, PCA é definido como
uma transformação linear ortogonal que transforma um conjunto de variáveis correlatas em um
outro conjunto menor de variáveis não correlacionadas denominadas componentes principais. O
processo de PCA é descrito nos passos a seguir [Jolliffe, 2002]:

Passo 1: Dado um conjunto de dados, X = (x1, x2, ..., xn), com xi = (x1i , x
2
i , ..., x

d
i ),

determinar a matriz de variância-covariância de X , denominada P .

Passo 2: Calcular os autovalores λ = (λ1, λ2, ..., λd) e os autovetores v = (v1, v2, ..., vd)
relacionados a P .

Passo 3: Calcular as componentes principais por meio de uma combinação linear entre os
autovetores e os dados de entrada da seguinte forma: CPi = v′xi.

As componentes principais apresentarão as seguintes propriedades [Jolliffe, 2002]:

1. A variância da i-ésima componente principal CPi, é igual ao valor do autovalor λi relacio-
nado a ela.

2. A componente principal com maior autovalor representará a componente com maior variância.

3. O total de variância das variáveis originais é igual ao somatório dos autovalores, que por sua
vez é igual ao total de variância das componentes principais.

4. As componentes principais não têm correlação entre si.

Considerando as propriedades acima, calcula-se a contribuição Ci de cada componente de acordo:

Ci =
λi∑d
i=1 λi

× 100 (3)

Para realizar a redução de dimensionalidade, escolhe-se as componentes principais com as maiores
contribuições. Todavia, neste trabalho a técnica de PCA não é utilizada com este propósito.
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3. Agregação classificadores
3.1. Elenco de classificadores

Um elenco de classificadores simples pode ser melhor do que um único classificador com-
plexo, pois um classificador sozinho, quase sempre, não é capaz de identificar todas as correlações
entre os atributos de entrada e de saı́da da base de dados [Chen et al., 2010]. Como diversos al-
goritmos funcionam realizando buscas que podem levar a um ótimo local, e consequentemente
prejudicar o resultado final, computacionalmente e estatisticamente a agregação de um conjunto de
classificadores reduz o risco de escolher uma hipótese ruim. Todavia, nada impede de que um único
classificador seja melhor do que todo o elenco em determinada base de dados [Polikar, 2006].

Um classificador pode ser definido como do tipo abstrato ou do tipo medida de nı́vel.
Classificadores abstratos já retornam, como resultado da classificação, o rótulo de saı́da, ou seja,
a classe que determinada amostra pertence. Por outro lado, classificadores de medida de nı́vel
retornam como resposta um vetor, de dimensão igual ao número de classes do problema, de medidas
no intervalo [0,1], no qual cada uma dessas medidas representam a aceitação da hipótese de que o
dado de entrada pertença a uma determinada classe. Além disso, elencos de classificadores podem
ser do tipo homogêneo ou hı́brido. Elencos homogêneos são aqueles compostos pelos mesmos
algoritmos de classificação, alterando alguns parâmetros dos mesmos. Já os elencos hı́bridos, são
formados por diferentes tipos de classificadores. Neste trabalho são utilizados classificadores do
tipo de medida de nı́vel e elencos hı́bridos.

Métodos baseados em agregação de classificadores se tornaram ferramentas padrões para
melhorar a qualidade da classificação de dados [Štefka e Holeňa, 2015]. Em vez de utilizar apenas
um classificador, um elenco de classificadores é criado e cada avaliação individual é considerada
para formar a classificação final. Na Figura 1 é exibido um elenco de classificadores no qual o
operador de agregação será a integral de Choquet.

Figura 1: Elenco de classificadores

3.2. Metodologia de agregação
Dado um elenco de classificadores, como mostrado na Figura 1, o primeiro passo para

realizar a agregação dos mesmos é organizar a saı́da de cada classificador na matriz de decisão Mn.

Mk =


ck11 ck12 · · · ck1j
ck21 ck22 · · · ck2j

...
...

. . .
...

cki1 cki2 · · · ckij

 (4)

onde cada coluna representa um classificador do elenco (j = 1, 2, ..., J), sendo J o no de classifica-
dores, cada linha representa um rótulo da base de dados (i = 1, 2, ..., I), sendo I o no de rótulos, k
é uma determinada amostra da base de dados e ckij é a hipótese de classificação, também conhecida
como função suporte referente à amostra k da base dados, ao rótulo i e ao classificador j. Cada
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amostra da base de dados possuirá sua própria matriz de decisão Mk. Essa matriz considera cada
classificação individual do elenco e será nela que o operador de agregação atuará.

Montada a matriz de decisão o próximo passo é realizar a agregação das funções suporte
de classificação para cada rótulo a fim de obter o resultado final em um vetor coluna denominado
Cf , como mostrado na Figura 2.

Figura 2: Agregando a matriz de decisão dos classificadores

O rótulo da classificação final do elenco será aquele que possui a maior valor em Cf . Portanto,
calcula-se o arg max(Cf ).
3.3. Determinação da medida fuzzy

Ao utilizar a integral de Choquet para realizar a agregação das hipótese de classificação, é
necessário determinar as medidas fuzzy dos conjuntos de classificadores. A medida escolhida neste
trabalho é a medida λ-fuzzy. Sendo assim, o desafio aqui é determinar as densidades fuzzy, referen-
tes a cada classificador do elenco, para então determinar as medidas λ-fuzzy entre os conjuntos.

Ao longo dos anos, diversos trabalhos surgiram com objetivo de determinar os valores
das densidades fuzzy [Leszczynski et al., 1985; Takahagi, 2007; Larbani et al., 2011], porém esses
métodos necessitam de informações subjetivas fornecidas por algum especialista. Outros métodos
que excluem a subjetividade de um especialista, utilizando RNA e GA, foram propostos [Lee e
Leekwang, 1995; Jia e Zhenyuan, 1997; Chen e Wang, 2001]. Todavia, esses métodos são super-
visionados, sendo necessário conhecimento prévio do resultado, além de sofrer com problemas de
convergência lenta [Krishnan et al., 2015]. A proposta deste trabalho é utilizar PCA para determinar
as densidades fuzzy de maneira não-supervisionada.

Zhang e Sun [2009] propuseram o uso do método PCA para ponderar uma base de da-
dos para treinamento de uma rede neural. A ideia básica deste método é de que quanto mais útil
uma componente principal, mais importante deve ser o papel dela. Para isso, os dados são pon-
derados de acordo com o vetor de autovalores λ. Os autovalores, como mostrado na seção 2.3,
contêm a informação de variância da base de dados e quanto maior a variância, segundo PCA, mais
informação a componente é capaz de prover. Sendo assim, basedo no trabalho de Zhang e Sun
[2009], é aplicado PCA nos resultados obtidos por cada classificador. O procedimento é descrito a
seguir.

Passo 1: Obter a matriz de resultados Rj da base de dados para cada classificador do elenco.

Passo 2: Aplicar PCA para cada matriz Rj .

Passo 3: Calcular a variância total fazendo αj =
∑j

k=1 λk.

Passo 4: Normalizar α entre [0, 1].

Na técnica PCA os dados mais importantes são aqueles que concentram as maiores variâncias.
Sendo assim, os classificadores mais importantes do elenco são aqueles que possuem maior valor
α. Portanto, as densidades fuzzy serão iguais a α.
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4. Resultados experimentais
Nesta seção são apresentados os resultados experimentais para a agregação de um elenco

composto pelos seguintes classificadores:

• Uma rede neural feedforward (FF) [Haykin, 2007] com duas camadas escondidas contendo
20 neurônios cada, com algoritmo de treinamento Levenberg-Marquardt utilizando mini-
batch de 10 partições, para bases acima de 1000 amostras, 1000 iterações e taxa de aprendi-
zagem igual a 0.01.

• Uma rede neural usando Extreme Learning Machine (ELM) [Huang et al., 2006] com 30
neurônios na camada escondida para bases com menos de 1000 amostras e com 300 neurônios
para bases com mais.

• Um K-Nearest Neighbor (KNN) [Keller et al., 1985] com k escolhido como
√
T , sendo T o

tamanho da base de dados utilizada.

Para executar o experimento foi utilizado ambiente de desenvolvimento MATLAB e a toolbox de
rede neural nativa do ambiente e implementações próprias. Cada classificador, com exceção do
KNN, que não é um algoritmo estocástico, foi executado 30 vezes para cálculo de estatı́sticas dos
resultados. Foram utilizadas oito bases de dados do repositório UCI [Lichman, 2013], que são
descritas na Tabela 1. Cada base foi particionada em 70% para treinamento dos algoritmos e 30%
para testes dos mesmos.

Base de Dados # de amostras # de atributos # de classes
Cancer 699 9 2

Credit Australia 690 14 2
Diabetic 1151 19 2

Iris 150 4 3
Skin 245057 3 2

Spam 4601 57 2
Statlog 14500 9 7
Wine 178 13 3

Tabela 1: Bases de dados utilizadas nos experimentos

Como mostrado na Tabela 1 as bases de dados possuem configurações diferentes em
relação a número de amostras, atributos e classes. As caracterı́sticas de cada conjunto de dados
também possuem suas peculiaridades, como a base iris, que possui dados bem comportados e dis-
tribuı́dos; a base statlog que é mal distribuı́da, 80% dos dados estão na classe 1, e o desafio é
conseguir acurácia acima de 99%; a base spam, que possui 57 atributos de entradas; e por fim a
base skin, que possui mais de 245 mil amostras. O desempenho dos classificadores e do elenco em
cada base de dados da Tabela 1 são mostrados na Tabela 2, que contém os resultados em termos de
acurácia de classificação para cada método. Na Figura 3, são exibidos os boxplots, também para
cada método. Além da agregação via integral de Choquet, foi utilizado, para fins de comparação,
dois métodos de agregação bastante utilizados: a agregação pela média dos suportes e a agregação
por do voto majoritário dos classificadores [Krawczyk e Woźniak, 2016].

Analisando os resultados da Tabela 2 e na Figura 3 é possı́vel notar que a agregação dos
classificadores por meio da integral de Choquet obteve o melhor desempenho em todas as bases de
dados. Apesar da melhoria não ser extremamente significativa, a principal vantagem da abordagem
é garantir que o melhor desempenho, dentre os classificadores do elenco, seja transmitido para a
classificação final. Em outras palavras, o elenco garantiu uma classificação mais confiável ao se
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(a) Cancer (b) Credit Australia

(c) Diabetic (d) Iris

(e) Skin (f) Spam

(g) Statlog (h) Wine

Figura 3: Boxplot do resultado das classificações para cada base de dados
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Acurácia em %
Base de Dados FF ELM KNN Choquet Média Majoritário

Cancer 94, 98± 0, 610 95, 45± 0, 57 95.24± 0 95,68± 0,29 95.09± 0.53 95.47± 0, 52

Credit Australia 82, 62± 0, 65 83, 33± 0, 41 67, 63± 0 83,62± 0,62 82, 61± 0, 97 83, 12± 0, 44

Diabetic 70, 97± 2, 09 72, 10± 1, 36 61, 74± 0 72,98± 1,04 72, 71± 1, 15 71, 40± 1, 35

Iris 95.71± 1, 42 95,93± 1.79 95.55± 0 95.93± 1.31 95.77± 1.40 95.83± 1.75

Skin 99, 91± 0, 01 99, 25± 0, 08 99, 41± 0 99,92± 0,01 99, 91± 0, 01 99, 35± 0, 01

Spam 93, 68± 0, 80 92, 00± 0, 40 66, 96± 0 93,78± 0,64 93, 23± 0, 34 92, 35± 0, 41

Statlog 99, 59± 0, 06 98, 32± 0, 05 97, 10± 0 99,61± 0,05 99, 58± 0, 06 98, 43± 0, 06

Wine 95, 20± 2, 07 95, 15± 1, 54 67, 92± 0 96,04± 1,50 95, 34± 1, 83 95, 17± 1, 52

Tabela 2: Desempenho dos classificadores para cada base de dados. Em negrito o algoritmo com melhor
desempenho considerando a acurácia média

basear no melhor classificador da execução. Em determinadas bases, como cancer e iris, o ELM
foi o classificador individual de melhor desempenho e a agregação o seguiu. Já em outras bases,
como statlog e skin, a rede FF obteve o melhor desempenho individual e a agregação também a
acompanhou. Caso fosse utilizado cada um desses classificadores de maneira isolada, a melhor
classificação não teria sido garantida.

Dentre as metodologias de agregação a integral de Choquet se destaca perante a média
dos classificadores do elenco. Todavia, ambas estão próximas, o que significa que a integral ainda
pode ser melhorada. A agregação por voto majoritário foi bastante influenciada pelo desempenho
ruim do KNN nas bases maiores e mais difı́ceis, o que fez com que a mesma tivesse um desempe-
nho ligeiramente abaixo em relação à integral de Choquet e média, que se mostraram mais robustos
em relação a isso. Os gráficos da Figura 3 mostram que a integral de Choquet leva vantagem sobre
as demais metodologias.

5. Conclusão e trabalhos futuros
Neste trabalho foi apresentada uma metodologia de agregação baseada em integral de

Choquet com respeito a medida λ-fuzzy. A técnica de Análise de Componentes Principais foi
utilizada para determinar as densidades fuzzy pertencentes à medida. Um elenco de três classifica-
dores, contendo uma rede neural feedforward, uma rede extreme learning machine e um K-nearest
neighbor foi aplicado à oito bases de dados do repositório UCI. Cada classificador individual foi
agregado, por meio da integral de Choquet, média e voto majoritário, e seus resultados foram apre-
sentados e discutidos. O uso da integral de Choquet assegurou certa melhora na classificação final
e garantiu um resultado mais confiável.

Apesar da integral de Choquet apresentar um bom resultado, as análises mostraram que
a técnica ainda tem potencial para ser melhorada. Sendo assim, os próximos passos visam utili-
zar outras metodologias não supervisionadas para determinar a medida fuzzy, sem a simplificação
de Sugeno, e incluir mais classificadores no elenco a fim de obter mais diversidade, auxiliando na
agregação.
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different perspectives in a decision-making context. Information Fusion, 29:120–131.
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