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RESUMO 

 

O presente artigo valeu-se de um modelo híbrido fuzzy c-means para clusterizar (agrupar) e 

definir locais aptos para instalações de captação de energia solar no território continental norte-

americano. Inicialmente foi realizado o pré-processamento dos dados, para substituição de dados 

faltantes, normalização e análise dos componentes principais (PCA). Em seguida, foi aplicado o 

algoritmo híbrido proposto envolvendo clusterização. Trata-se de um modelo fuzzy c-means 

inicializado por meta-heurísticas, a saber, algoritmo genético (GA), evolução diferencial (DE) e 

particle swarm optimization (PSO). O número de clusters foi validado por três métricas: 

Calinski-Harabasz Index, Davies-Bouldin Index e Silhouette Coefficient. Como resultado da 

abordagem proposta observou-se que houve um incremento na velocidade de treinamento do 

algoritmo. Visualmente, pode-se perceber a predominância da alocação das instalações em 

estados de maior incidência média de radiação solar. Por fim, são considerados os ganhos 

ambiental-econômico-social com a revitalização de terrenos improdutivos e contaminados para a 

implantação de usinas solares. 

 

PALAVRAS CHAVE. Clusterização, Fuzzy C-means, Energia Solar. 

 

Tópicos: MH – Meta-heurísticas. EN – PO na Área de Energia. 

 

ABSTRACT 

 

The present article used a hybrid fuzzy c-means model to cluster and define suitable locations for 

solar energy capture facilities in the continental United States. Initially, data preprocessing was 

performed for substitution of missing data, normalization and principal component analysis 

(PCA). Then, the proposed hybrid clustering algorithm was applied. It is a fuzzy c-means model 

initialized by metaheuristics, namely genetic algorithm (GA), differential evolution (DE) and 

particle swarm optimization (PSO). The number of clusters was validated by three metrics: 

Calinski-Harabasz Index, Davies-Bouldin Index and Silhouette Coefficient. As a result of the 

proposed approach it was observed that there was an increase in the training speed of the 

algorithm. Visually, we can see the predominance of the allocation of the facilities in states with 

a higher average incidence of solar radiation. Finally, the environmental-economic-social gains 

are considered with the revitalization of unproductive and contaminated land for the implantation 

of solar plants. 

 

KEYWORDS. Clustering. Fuzzy C-means. Solar Energy.  
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1. Introdução 

 

Áreas abandonadas, que possuem substâncias potencialmente perigosas ao meio 

ambiente ou à saúde humana, estão se tornando o centro de uma preocupação mundial [Bergius e 

Öberg 2007; Greenberg e Lewis 2000; Li et al. 2017; van Straalen 2002]. Entre estas áreas de 

risco, no contexto norte-americano, podemos citar: minas abandonadas, que incluem spoil banks 

(pilhas de rejeitos) e plantas de processamento de metais, geralmente contaminadas por metais 

pesados [Kovacs e Szemmelveisz 2017]; brownfields (campos marrons), que podem ser definidos 

como instalações industriais ou comerciais que apresentam dificuldades para reutilização, devido 

à presença de substâncias perigosas, poluentes ou contaminantes [U.S. Government Publishing 

Office 2002]; locais que se enquadram no Superfund, programa do governo federal norte-

americano voltado para a localização e limpeza de áreas contaminadas com substâncias perigosas 

ou poluentes [U.S. Government Publishing Office 2015]; aterros sanitários, que nos países 

desenvolvidos incluem, basicamente, restos de alimentos e embalagens [Rong et al. 2017]; e 

áreas abrangidas pela legislação do Resource Conservation and Recovery Act (RCRA), de 

destinação de rejeitos sólidos [U.S. Government Publishing Office 2011]. 

Ao mesmo tempo, a crescente ocupação do espaço urbano e rural têm-se tornado um 

problema no mundo moderno [Lambin e Meyfroidt 2011; Morio, Schädler, e Finkel 2013], o que 

demanda maior eficiência na ocupação territorial, principalmente a reutilização de áreas 

abandonadas, que apresentam maior desafio [Morio, Schädler, e Finkel 2013; Nuissl e Schroeter-

Schlaack 2009; U.S. Government Publishing Office 2002]. Ainda mais se tais áreas possuem 

considerável tamanho e estão contaminadas, gerando, além dos riscos ambiental e de saúde, 

riscos econômicos [Apostolidis e Hutton 2006; Cao e Guan 2007; de Sousa 2003; Kaufman, 

Rogers, e Murray 2005; Morio, Schädler, e Finkel 2013]. A partir do uso de informações públicas 

sobre as principais áreas em desuso com algum tipo de contaminação no território continental 

norte-americano, elaborou-se uma metodologia híbrida de clusterização (agrupamento) visando 

classificar tais áreas em apropriadas ou não para a implantação de usinas de captação de energia 

solar. 

Uma vez que o aumento do consumo de energia entra em choque com as implicações 

do consumo de combustíveis fósseis e a consequente emissão de gases tóxicos e de efeito estufa, 

fazem-se necessários investimentos em pesquisa e desenvolvimento de novas fontes limpas e 

renováveis de energia (Almeida et al., 2017; Baños et al., 2011; Cadez e Czerny, 2016; Manzano-

Agugliaro et al., 2012; Perea-Moreno et al., 2017). Desse modo, as energias renováveis, como a 

solar, por exemplo, têm-se colocado como fortes candidatas na nova corrida por produtividade e 

bem-estar ambiental e social [González, Gonçalves, e Vasconcelos 2017; Lima, Ferreira, e Vieira 

2013], além de estarem em voga nos discursos políticos, empresariais e sociais em geral [Onat, 

Kucukvar, e Tatari 2014; Simas e Pacca 2013]. Neste cenário, a energia solar é considerada uma 

fonte abundante, gratuita e limpa [Fernández-García et al. 2015]. 

O objetivo do presente artigo é definir locais adequados para instalações de captação de 

energia solar no território continental norte-americano. Para tanto, fez-se uso de um modelo 

híbrido fuzzy c-means (FCM) para clusterizar estes locais de acordo com suas características. 

Trata-se de um modelo fuzzy c-means inicializado por meta-heurísticas, a saber, algoritmo 

genético (GA — Genetic Algorithm), evolução diferencial (DE — Differential Evolution) e 

particle swarm optimization (PSO). Inicialmente foi realizado o pré-processamento dos dados, 

para substituição de dados faltantes, normalização e análise dos componentes principais (PCA — 

Principal Component Analysis). Em seguida, foi aplicado o algoritmo híbrido proposto 

envolvendo clusterização. O número de clusters foi validado por três métricas: Calinski-

Harabasz Index, Davies-Bouldin Index e Silhouette Coefficient. 

O presente trabalho está organizado da seguinte maneira: após esta seção introdutória, a 

Seção 2 apresenta a metodologia empregada, incluindo uma breve revisão de literatura, 

apresentação dos dados utilizados e descrição do modelo híbrido de clusterização proposto. Na 

Seção 3 são apresentados e discutidos os resultados. Por fim, a Seção 4 sumariza as conclusões 

da pesquisa. 

1820



XLIX Simpósio Brasileiro de Pesquisa Operacional
Blumenau-SC, 27 a 30 de Agosto de 2017.

2. Metodologia 

 

É apresentada a seguir a revisão de literatura referente ao processo de descoberta de 

conhecimento em base de dados (KDD — Knowledge Discovery in Databases), tendo em vista a 

clusterização. Logo na sequência é apresentada a base de dados utilizada e o pré-processamento 

empregado. E, finalmente, o modelo proposto de clusterização híbrida. 

 

2.1 Revisão de Literatura 

 

KDD é uma área do conhecimento dedicada à identificação e extração de padrões 

significativos de informação a partir de bases de dados [Fayyad, Piatetsky-Shapiro, e Smyth 

1996]. A aplicação do KDD se dá em múltiplos estágios, começando com a seleção, pré-

processamento e transformação dos dados, seguida da mineração (data mining) e terminando com 

a interpretação dos resultados e a geração do conhecimento [Fayyad, Piatetsky-Shapiro, e Smyth 

1996; Orriols-Puig et al. 2013; Gamarra, Guerrero, e Montero 2016]. 

A etapa de mineração de dados pode utilizar um ou vários algoritmos em busca de 

padrões, tendências e estruturas na base de dados, as quais podem assumir variadas formas, como 

equações, redes, grafos, conjuntos de regras, entre outros [Roiger 2017; Witten et al. 2017]. 

Nessa etapa de aprendizado pode-se adotar duas abordagens distintas: na primeira abordagem, de 

aprendizado supervisionado, consideram-se, a priori, estruturas e padrões pré-definidos; na 

segunda abordagem, de aprendizado não-supervisionado, não se consideram essas possíveis 

estruturas e padrões, deixando ao algoritmo a tarefa de identifica-las [Orriols-Puig et al. 2013]. 

A clusterização se enquadra na segunda abordagem, de aprendizado não-

supervisionado, na qual as instâncias são agrupadas com base em alguma regra inerente à sua 

estrutura, como a distância entre elas [Roiger 2017; Bramer 2016]. Simplificadamente, pode-se 

dizer que, após a definição do número de clusters e seus respectivos centros, há uma primeira 

etapa de designação das instâncias para o mais próximo centro, seguida pela otimização da 

localização do mesmo, minimizando a função objetivo [Aggarwal 2015]. 

Há um variado número e tipo de algoritmos de clusterização [Halkidi, Batistakis, e 

Vazirgiannis 2001; Xu e Wunsch II 2005]. Alguns deles são apresentados na Tabela 1. 

 

Tabela 1. Algoritmos de Clusterização 

Tipo Algoritmo Referência 

Particional 

K-Means [MacQueen 1967] 

PAM (Partitioning Around Medoids), CLARA 

(Clustering Large Applications), CLARANS (CLARA 

based on Randomized Search) 

[Ng e Han 1994] 

K-prototypes, K-mode [Huang 1998] 

Hierárquico 

BIRCH (Balanced Iterative Reducing and Clustering 

using Hierarchies) 

[Zhang, Ramakrishnan, e Livny 

1996] 

CURE (Clustering Using Representatives) [Guha, Rastogi, e Shim 1998] 

ROCK (Robust Clustering using linKs) [Guha, Rastogi, e Shim 2000] 

Density-based 

DBSCAN (Density Based Spatial Clustering of 

Applications with Noise) 
[Ester et al. 1996] 

DENCLUE (Density-based Clustering) 
[Hinneburg e Keim 1998; 

Hinneburg e Keim 2003] 

Grid-based 

STING (Statistical Information Grid-based method) [Wang, Yang, e Muntz 1997] 

WaveCluster 
[Sheikholeslami, Chatterjee, e 

Zhang 1998] 

Fuzzy (soft) 
Fuzzy c-means 

[James C. Bezdek, Ehrlich, e 

Full 1984] 

EM (Expectation Maximization) [Dempster, Laird, e Rubin 1977] 

Neural 

Network-based 

GLVQ (Generalized Learning Vector Quantization), 

SOFM (Self-Organizing Feature Maps) 
[Pal, Bezdek, e Tsao 1993] 

Kernel-based SVC (Support Vector Clustering) [Ben-Hur et al. 2001] 
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Os resultados da clusterização devem ser validados por alguma métrica, que pode ser 

externa, como rótulo de classes; interna, quando a avaliação se dá por característica inerentes aos 

dados, como variância e separação dos pontos em diferentes clusters; ou relativa, onde as 

métricas visam comparar o uso de diferentes parâmetros durante a execução do algoritmo. A 

Tabela 2 sumariza algumas dessas métricas apontando, em negrito, as utilizadas neste trabalho 

[Zaki e Meira Jr. 2014; Halkidi, Batistakis, e Vazirgiannis 2001; Amigó et al. 2009; Meilǎ 2007]. 

 

Tabela 2. Métricas de validação da clusterização 

Externa Interna Relativa 

Purity BetaCV Measure Calinski-Harabasz Index 

Maximum Matching Normalized Cut Measure Gap Statistic 

F-Measure Modularity  

Conditional Entropy Dunn Index  

Normalized Mutual Information Davies-Bouldin Index  

Variation of Information Silhouette Coefficient  

Jaccard Coefficient Hubert Statistic  

Rand Statistic   

Fowlkes-Mallows Measure   

Discretized Hubert Statistic   

Normalized Discretized Hubert Statistic   

 

2.2 Coleta e Pré-processamento dos Dados 

 

Os dados utilizados são oriundos da National Solar Radiation Database (NSRDB), 

coleção de medidas horárias de radiação solar e dados meteorológicos, e do projeto RE-Powering 

America’s Land, da United States Environmental Protection Agency (EPA), cujo propósito é 

identificar áreas abandonadas e contaminadas que são ideais para projetos de energia renovável. 

A Fig. 1 mostra a união entre os dados de radiação solar direta (DNI — Direct Normal 

Irradiance) média para o período 1998-2014, medida em kWh/m2/dia, e áreas contaminadas, 

maiores que 100 acres (~400 mil m2), com potencial para instalação de usinas solares, num total 

de 5.063 pontos (minas abandonadas, a maioria). 

 

 
Fig. 1. Radiação solar direta e áreas contaminadas no território continental norte-americano. 
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As variáveis contidas na base de dados são: área mapeada, medida em acres; distância 

até linhas de transmissão, medida em milhas; e radiação solar direta, medida em kWh/m2/dia, 

para escala de utilidade (geração na casa dos megawatts e possibilidade de exportação para a 

rede) e pequena escala (na qual é inviável a exportação para a rede). 

Os valores faltantes, num total de 12 instâncias para a variável distância até linhas de 

transmissão, foram substituídos pela média do conjunto. Em seguida foi realizada a normalização 

dos dados, que passaram a ter média “0” e desvio-padrão “1”, para dar sequência à análise dos 

componentes principais, que tem por objetivo diminuir o número de atributos, retirando os que 

são correlacionados entre si e que pouco contribuem para a variância do conjunto [Theodoridis e 

Koutroumbas 2009]. 

Para as variáveis testadas, apenas a radiação solar direta em pequena escala foi 

removida, uma vez que não contribuía para a variância do conjunto de dados (apenas 0,5829%, 

contra 50,5270% para área mapeada, 25,9960% para distância até linhas de transmissão e 

22,8941% para radiação solar direta em escala de utilidade), ficando o conjunto final, utilizado 

nos testes, com três variáveis. 

 

2.3 Modelo Híbrido Evolucinário-Fuzzy C-means 

 

Na clusterização fuzzy, ou soft, cada instância possui graus de participação, no intervalo 

[0;1], em cada um dos clusters, de modo que a soma total das participações, para cada instância, é 

igual a “1”. Após a execução do algoritmo, adotou-se o arredondamento simples da matriz de 

partição fuzzy, que armazena os graus de participação para cada instância em cada cluster, de 

modo que os valores maiores ou iguais a “0,5” foram arredondados para “1” e os valores menores 

que “0,5” foram arredondados para “0” (uma vez que são apenas dois clusters). Poder-se-ia 

adotar que os valores intermediários de graus de participação (compreendidos entre 0.45 e 0.55, 

por exemplo) seriam representantes de um terceiro cluster, intermediário. Como, porém, o 

objetivo do trabalho (respaldado por três métricas distintas) era obter apenas dois clusters, tal 

procedimento não foi realizado. 

A função objetivo empregada foi a fuzzy c-means functional, base para uma ampla 

família de algoritmos de clusterização fuzzy [James C. Bezdek 1981; Dunn 1974; Babuška 1998]. 

O valor desta função pode ser entendido como uma medida da variância total entre cada instância 

e o centro de seu resptivo cluster [Babuška 1998]. A minimização desta função representa um 

problema de otimização não-linear, que pode ser solucionado de inúmeras maneiras, entre elas: 

algoritmos genéticos [Babu e Murty 1994], simulated annealing [Desarbo 1982] e grouped 

coordinate minimization [J. C. Bezdek et al. 1987; Hathaway e Bezdek 1991]. A mais popular, 

entretanto, é a fuzzy c-means [Babuška 1998]. 

Uma vez que o algoritmo fuzzy c-means padrão pressupõe a inicialização aleatória da 

matriz de partição fuzzy, existe a necessidade de um maior número de iterações para alcançar a 

solução final. Pensando nessa limitação, nós propomos a inicialização da matriz de partição fuzzy 

através de três meta-heurísticas distintas: algoritmo genético [Goldberg 1989] e evolução 

diferencial [Storn 1996; Storn e Price 1997], estratégias evolutivas e particle swarm optimization 

[Kennedy e Eberhart 1995; Kennedy, Eberhart, e Shi 2001; Poli 2008], estratégia de enxames. 

 

3. Resultados 

 

Como esperado, a proposta sugerida conseguiu reduzir o número de iterações. A versão 

clássica do algoritmo fuzzy c-means demandou 28 iterações, enquanto que a inicializada por 

algoritmo genético e PSO demandou 23 iterações, e apresentaram a mesma convergência. A 

versão inicializada por evolução diferencial precisou de 22 iterações. Todas alcançaram o mesmo 

valor final para a função objetivo (8.737,8), como pode-se observar na Fig. 2 (a). 

Percebe-se que, quando o algoritmo é inicializado pelas meta-heurísticas, o valor da 

função objetivo é 18,7% mais baixo (10.076,0) do que quando inicializado aleatoriamente 

(12.394,0). Nota-se também, pelo comportamento da curva de treinamento, que o algoritmo fuzzy 
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c-means realiza um refinamento da solução a partir de certo nível da função objetivo 

(aproximadamente 10.000). 

Quanto ao resultado final da clusterização, houve divergência em apenas 1 instância 

entre as 5.063. Para o algoritmo clássico, 835 instâncias foram classificadas como pertencentes 

ao cluster 1 e 4.228 como pertencentes ao cluster 2. Para o método proposto, 836 instâncias 

foram alocadas para o cluster 1 e 4.227 para o cluster 2, conforme ilustrado pela Fig. 2 (b). 

 

 
Fig. 2. (a) Resultados da estratégia proposta (DE-FCM, inicializado por evolução diferencial; 

GA-FCM, inicializado por algoritmo genético; e PSO-FCM, inicializado por PSO) e da versão 

clássica (FCM). (b) Resultado final da clusterização e incidência solar mediana para o território 

continental americano. 

 

Visualmente, pode-se perceber a predominância da alocação das instalações em estados 

de maior incidência média de radiação solar, sendo este, portanto, o fator predominante na 

convergência do algoritmo, o que está de acordo com o esperado (embora este atributo contribua 

menos com a variância total do conjunto). 

O número de clusters foi validado por três métricas: Calinski-Harabasz Index, Davies-

Bouldin Index e Silhouette Coefficient. Os três testes foram unanimes, indicando dois clusters 

como o número ideal, ou seja, um cluster para locais com potencial para alocação de instalações 

de captação de energia solar (principalmente nos estados ensolarados) e outro para locais sem 

potencial (estados com menor incidência solar). 

Para análise da diferença entre os clusters, a Tabela 3 apresenta a estatística para cada 

um deles. Nota-se que as instâncias alocadas para o cluster 1 possuem maior média para as 

variáveis área mapeada (Var. 1) e incidência solar, em escala de utilidade (Var. 3) e em pequena 

escala (Var. 4). Para a distância até linhas de transmissão (Var. 2), o cluster 2 obteve a menor 

média, uma diferença de 11,6% em relação ao cluster 1. É interessante notar que o cluster 2, 

mesmo possuindo mais de cinco vezes o número de instâncias do cluster 1, possui menores 

desvio padrão e variância, para todas as variáveis, um dos indicativos de qualidade 

(compacidade) de uma clusterização [Babuška 1998]. 

 

Tabela 3. Estatística para os clusters encontrados 

  Cluster 1 (836 instâncias)   Cluster 2 (4227 instâncias) 

  Var. 1 Var. 2 Var. 3 Var. 4   Var. 1 Var. 2 Var. 3 Var. 4 

Mínimo  100,80 0,00 3,47 4,17   100,04 0,00 2,17 2,86 

Média  347,74 2,50 4,76 5,20   255,50 2,21 3,30 4,21 

Máximo  996,00 63,84 7,75 6,68   999,56 49,88 4,36 4,79 

Desvio padrão  236,30 5,54 0,86 0,48   147,32 4,07 0,17 0,12 

Variância  55.839,95 30,66 0,73 0,23   21.702,83 16,54 0,03 0,01 
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4. Conclusão 

 

Como resultado da abordagem híbrida proposta, houve um incremento na velocidade de 

treinamento do algoritmo fuzzy c-means, que necessitou de um menor número de iterações para 

atingir o mesmo valor da função objetivo. Os dois clusters resultantes apresentaram 

características estatísticas que validam a inicialização pelas meta-heurísticas testadas, uma vez 

que o cluster 1 apresentou maiores médias para três das quatro variáveis analisadas, sendo o 

cluster das instâncias com maior potencial para instalação de usinas solares. O cluster 2 

apresentou melhor compacidade, tanto em termos das variáveis analisadas quanto em relação à 

localização geográfica de suas instâncias. 

É importante ressaltar a importância do estudo em relação a uma melhor alocação dos 

parcos recursos disponíveis para energias renováveis (em relação às outras energias 

convencionais, como os combustíveis fósseis). Com a clusterização pode-se determinar a priori 

os locais com melhor potencial e, respectivamente, retorno sobre o investimento feito. Entre os 

principais benefícios decorrentes da instalação de usinas solares, podemos citar a própria 

economia com custos de energia, seguido dos ganhos ambientais, com redução de emissões 

diretas e indiretas de gases do efeito estufa, além da criação de empregos. Outro importante 

benefício é a limpeza de áreas antes contaminadas e improdutivas, que geravam riscos para a 

saúde e o meio ambiente. Especificamente para o caso norte-americano podemos citar, ainda, os 

subsídios estatais, como o Solar Renewable Energy Certificate (SREC), uma commodity 

energética (específica para geração solar) não tangível que é emitida ao se gerar 1 MWh de 

energia de fonte solar e que pode ser vendida no mercado [Bird, Heeter, e Kreycik 2011]. 

A título de ilustração, com a implantação de 190 unidades de geração de energia solar 

(em seu potencial máximo), pelo programa RE-Powering America’s Land, seria possível reduzir 

as emissões de gases do efeito estufa em 1,7 milhão de toneladas de CO2 por ano, o equivalente 

(em termos de dióxido de carbono equivalente) a 500 mil toneladas de lixo ou 193 milhões de 

galões de gasolina. Com relação a empregos, o 2015 Solar Jobs Census estimou em 209 mil o 

número de empregados na industrial solar norte-americana. Tudo isso ressalta o potencial de 

ganhos ambiental-econômico-social das energias renováveis e, em especial, a solar [EPA 2016]. 
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