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RESUMO

Neste projeto de iniciacdo cientifica, estudamos o método Louvain para o problema de
deteccdo de comunidades, aplicado a redes sociais. O objetivo ¢ aliar conceitos de medidas de cen-
tralidade em redes complexas ao método, modificando o critério guloso do mesmo. Utilizamos as
medidas para alterar a ordem de avaliacdo dos vértices e verificar se esta mudanga aumenta a qua-
lidade das comunidades encontradas. Mostramos que a modificacdo trouxe comunidades de maior
modularidade em redes com alto coeficiente de agrupamento global, porém, ndo foi promissora em
redes sem esta caracteristica. Além disso, mostramos que a constru¢io de comunidades a partir dos
vértices menos centrais melhorou a qualidade das comunidades obtidas pelo algoritmo.

PALAVRAS CHAVE. Deteccio de Comunidades, Redes Sociais, Redes Complexas.

Tépicos (TAG - Teoria e Algoritmos em Grafos)

ABSTRACT

In this scientific initiation, we studied the Louvain method for the problem of community
detection applied to social networks. The aim is to ally the concepts of centrality measures in
complex networks to the method, modifying the greedy criterion of the method. We used the
measures to change the order of evaluation of the vertices and we verified if this change increases
the quality of the communities found. We showed that the modification brought best modularity
values in networks with high global clustering coefficient, however, it wasn’t promising in networks
without this property. In addition, we showed that the construction of communities from the less
central vertices improved the quality of communities obtained by the method.
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1. Introducio
A rede social de um individuo é resultado das interag¢des e relacionamentos do mesmo

com outros membros da sociedade [Bedi e Sharma, 2016]. Alguns exemplos de redes sociais sdo
aquelas geradas por amizades, interacdes em uma plataforma virtual como Facebook e Twitter, re-
des de citacdo e colaboracdo de cientistas e interacdo de personagens em um filme ou obra literdria.
Redes sociais sdo redes complexas. Tais redes sdo utilizadas para modelar aplicacdes do mundo
real. Elas possuem algumas propriedades, como distribui¢do do grau dos vértices seguindo a lei de
poténcia, alto coeficiente de agrupamento e estrutura de comunidades bem definida. Comunidades
sdo grupos mais conectados entre si que ao restante do grafo. O processo de descobrir tais grupos é
conhecido como detecgdo de comunidades.

A qualidade das comunidades obtidas pelos algoritmos disponiveis na literatura pode ser
comparada através da modularidade, uma métrica que indica o quanto os elementos de uma comu-
nidade estdo conectados. Uma vez que obter a maxima modularidade em uma rede € um problema
NP-Dificil [Brandes et al., 2007], sd@o necessdrios algoritmos heuristicos, como o método Lou-
vain [Blondel et al., 2008]. Este algoritmo possui complexidade linear no nimero de arestas, e é
capaz de identificar comunidades com alta modularidade através de um algoritmo iterativo de duas
fases. Observamos que o critério guloso do algoritmo € muito simples: ao construir comunidades,
o algoritmo analisa os vértices em sequéncia (de 0 an — 1).

Neste projeto, o objetivo € estudar o impacto que uma solug@o gulosa aliada a métricas de
redes complexas tem na qualidade das comunidades encontradas pelo método Louvain. Para isso,
modificamos o critério para constru¢cdo de comunidades: os vértices sdo avaliados segundo as medi-
das de centralidade dos mesmos. Estas indicam quais os vértices mais influentes ou centrais da rede
segundo algum critério. Mostramos que o uso destas medidas traz comunidades de maior qualidade
em redes com alto coeficiente de agrupamento global, porém, redes com baixo coeficiente de agru-
pamento ndo se beneficiam desta técnica. Além disso, notamos que sdo obtidos melhores valores
de modularidade quando as comunidades sdo construidas a partir dos vértices menos centrais.

O restante do artigo estd organizado da seguinte forma: a Se¢@o 2 contém os fundamentos
tedricos utilizados para o desenvolvimento do trabalho. A Se¢do 3 apresenta alguns algoritmos
para o problema de deteccdo de comunidades em redes sociais. A Secdo 4 descreve como foi feita
a alteracdo no método Louvain, proposta neste trabalho. A Secdo 5 traz os resultados obtidos e, por
fim, a Secdo 6 contém as consideracdes finais do artigo, seguida das referéncias.

2. Fundamentacio teérica
Nesta secdo, sdo descritos os conceitos fundamentais, envolvendo redes complexas, me-

didas de centralidade, coeficientes de agrupamento e redes sociais, utilizados neste trabalho.

2.1. Redes complexas
Na natureza e sociedade existe uma variedade de sistemas complexos que podem ser mo-

delados através de redes. Estes fendmenos incluem redes sociais online, redes de telecomunicagdes,
relacOes sociais, a World Wide Web e a Internet, entre outros exemplos.

Redes complexas possuem propriedade de small-world (mundo pequeno), onde os vér-
tices sdo separados por distincias pequenas e possuem a caracteristica de serem altamente conec-
tados [Hofstad, 2016]. Isto significa que ha tendéncia a apresentar um alto coeficiente de agrupa-
mento, levando a formagao de uma estrutura de clusters ou comunidades [Shen, 2013]. Em uma
rede complexa, os vértices possuem diferentes importancias ou influéncia, ou seja, alguns vértices
possuem papel mais central que os demais. Para mensurar o quanto um vértice € central na rede,
sdo utilizadas medidas (ou métricas) de centralidade [Opsahl et al., 2010]. Neste trabalho, focamos
nas seguintes métricas:

e Centralidade de grau ponderado (weighted degree centrality): a métrica mais simples, trata-
se basicamente do grau de cada vértice, levando em consideragdo os pesos em grafos pon-
derados. Segundo esta medida, a centralidade de um vértice é dada pelo seu nimero de
conexodes [Perra e Fortunato, 2008].
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e Centralidade de intermediagdo (betweenness centrality): esta métrica indica, dado um vér-
tice, quantos caminhos minimos entre dois vértices quaisquer passam por ele. Um vértice
que possui alta intermediagcdo funciona como ponte na rede, pois conecta varios elementos,
adquirindo maior importancia [Dehmer e Emmert-Streib, 2009].

o Centralidade de proximidade (closeness centrality): esta métrica é obtida ao computar o in-
verso do comprimento médio dos caminhos minimos entre um dado vértice e todos os demais
na rede. Quanto maior a proximidade, mais central é o vértice, por estar mais proximo em
média do restante da rede [Motta et al., 2009].

Uma propriedade de grafos, que € importante quando se analisa redes complexas, é o
coeficiente de agrupamento. Esta medida indica o quanto os vértices estdo conectados entre si, em
dois contextos distintos: local, onde € medido o quanto cada vértice estd agrupado aos seus vizinhos
e global, onde ¢ verificado o quanto os vértices estdo conectados a todos os demais vértices do
grafo. Em redes livres de escala, o coeficiente de agrupamento global (k) é geralmente menor que
o coeficiente de agrupamento local médio (kqvg), que € a média dos coeficientes de agrupamento
locais de todos os vértices do grafo [Prokhorenkova e Samosvat, 2014].

2.2. Redes sociais S )
As redes sociais nasceram na Sociologia [Scott e Carrington, 2011], porém, tornaram-se

um conceito presente no cotidiano devido ao advento da Internet e aos avangos em computagao.
Uma rede social pode ser modelada como uma rede complexa, ou seja, possui as propriedades
caracteristicas de redes complexas, como power-law degree, propriedade de small-world e estrutura
de comunidades.

Assim como outras redes complexas, uma rede social é formada por entidades e relaci-
onamentos. Neste contexto, as entidades podem ser pessoas, instituicdes, web sites e os relacio-
namentos podem indicar amizade, trabalho, colaboragdo e outros tipos de interagdo social. Além
disso, estes relacionamentos podem ser reciprocos ou nio [Ozturk, 2014]. Alguns exemplos de
redes sociais da vida real incluem redes com base em amizade, telefone, e-mail e redes de colabo-
racdo e citacdo de cientistas. Representar tais redes como grafos permite a extracio de informacdes
relevantes sobre a relacdo que ela modela, através do estudo e andlise das propriedades das mesmas,
possuindo um grande potencial para aplicagdes Uteis, como sistemas de recomendacio.

3. Método Louvain para deteccdo de comunidades . ) ) .
Uma comunidade pode ser definida como um grupo de entidades mais préximas entre si

em comparagdo com as outras na rede [Bedi e Sharma, 2016]. Em outras palavras, uma comuni-
dade € formada por individuos que interagem mais frequentemente uns com os outros do que com
aqueles que estdo fora do grupo. Nesta se¢do, serd apresentado o método Louvain para deteccao de
comunidades, um algoritmo guloso baseado no conceito de modularidade.

3.1. Introducio a modularidade
Em geral, quando um método de deteccdo de comunidades € aplicado em uma base de da-

dos do mundo real, as comunidades ainda ndo sdo conhecidas. Logo, uma questao importante é de
que forma a qualidade das comunidades encontradas pode ser avaliada. A modularidade € uma me-
dida amplamente aceita para a qualidade de comunidades, proposta por Girvan e Newman [Girvan
e Newman, 2002]. O célculo da modularidade é mostrado na equacao:

Q=D (eii—aj) (1)

Na equacdo 1, ¢ representa uma comunidade, e;; € a fragdo de arestas que estdo inteira-
mente na comunidade 7 e a; € a fracdo de arestas que possuem pelo menos um extremo na comuni-
dade i. A modularidade assume um valor entre —1 e 1. Quanto mais préximo de 1, melhores s@o
as estruturas de comunidades encontradas. O problema de determinar a mdxima modularidade é
NP-Dificil [Brandes et al., 2007], ou seja, este problema pertence a uma classe de problemas (que
podem ser de decisdo ou otimizacao) para os quais ndo se conhece solu¢do em tempo polinomial.
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3.2. Método Louvain

O método Louvain € um algoritmo heuristico que busca maximizar a modularidade () [Blon-
del et al., 2008]. Também é um método de agrupamento de natureza aglomerativa. Assumindo que
a entrada é uma rede ponderada com n vértices, o funcionamento do método € dividido em duas
fases.

Na primeira fase, cada vértice é considerado uma comunidade. Apds, para cada vértice
1, considera-se cada um de seus j vizinhos e avalia-se o ganho de modularidade que ocorreria se o
vértice ¢ fosse removido de sua comunidade e colocado na comunidade de j. Ao final da avaliagdo
em todos os vizinhos, o vértice 7 é colocado na comunidade onde o ganho é maximo, mas apenas
se o ganho € positivo. Se ndo for, permanece em sua comunidade. Este processo se repete até que
nenhum individuo possa melhorar a modularidade.

A segunda fase consiste em construir uma nova rede onde os vértices sdo as comunidades
encontradas na primeira fase. Para isto, os pesos das conexdes entre os novos vértices sdo dados
pela soma dos pesos das arestas entre vértices nas duas comunidades correspondentes. Conexdes
entre vértices na mesma comunidade tornam-se lacos nesta comunidade na nova rede. A Figura 1
apresenta um exemplo destes passos em uma rede de entrada.

Uma vez que a segunda fase esteja concluida, a primeira fase é reaplicada na nova rede.
Cada execucdo de primeira e segunda fases é chamada de passo. Os passos prosseguem até que no
ocorram mais mudancas e a maxima modularidade seja obtida. O Algoritmo 1 sumariza as etapas
deste algoritmo.

Algoritmo 1: Método Louvain

Entrada: Um grafo ponderado G = (V, E)
Saida: Arvore hierdrquica do grafo G indicando as comunidades detectadas.
inicio
enquanto houver mudanga na modularidade faca
enquanto mudar vértices de comunidade melhora a modularidade faga
cria uma comunidade para cada vértice v € V(G);
para cada v; € V(G) faca
para cada v; vizinho de v; faca
avalia o ganho de modularidade que seria obtido ao mover o vértice v; para a
comunidade de v;;
fim para cada

se o ganho mdximo € positivo entao
| v; € movido para a comunidade do vizinho onde o ganho foi maximo;

fim se

senao
| v; permanece em sua comunidade;

fim se
fim para cada
fim enquanto
fim enquanto
cria G1, onde cada comunidade € um vértice;
para cada v;,v; € V(G1) faca
| es; recebe como peso a soma dos pesos dos links entre as duas comunidades originais;
fim para cada
G+ G 1

fim

Este método € essencialmente linear em sua primeira fase [Lancichinetti e Fortunato,
2009], conseguindo um bom desempenho em grafos de tamanhos variados. Além disso, o método
obtém melhores valores de modularidade em comparagdo aos obtidos por outros algoritmos ba-
seados em modularidade, como Girvan-Newman [Girvan e Newman, 2002] e Clauset, Newman e
Moore [Clauset et al., 2004].
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(a) (b)

Figura 1: Exemplo de execu¢do do método Louvain. Em 1(a), rede original. Em 1(b), apds passar pela
primeira fase, com as comunidades identificadas. Em 1(c), a nova rede construida na segunda etapa. Por

fim, em 1(d) a rede obtida apés a repeticio da primeira e segunda fase na rede obtida em 1(c).

4. Proposta de alteraciao no método Louvain

O método Louvain possui vantagens interessantes sobre outros algoritmos, como seu
tempo de execucdo de menor complexidade e comunidades com maiores valores de modularidade.
Porém, observamos que as comunidades sdo construidas de acordo com um critério muito simples:
os vértices sdo analisados sequencialmente, ou seja, seguindo a ordem definida pelos rétulos dos
vértices,de Oan — 1.

Sendo o Louvain um método adequado para encontrar comunidades em redes comple-
xas devido a sua escalabilidade em grafos de grande dimensao, desenvolvemos uma modificagio,
buscando aliar o mecanismo guloso aos conceitos de medidas de centralidade. Esta modificagdo
ocorre apenas na primeira fase do método, e altera a ordem dos vértices a serem analisados durante
a construcdo de comunidades. O objetivo € verificar o impacto que a escolha do critério para o
método guloso possui na modularidade final obtida.

As métricas de centralidade escolhidas foram weighted degree (grau ponderado), betwe-
enness (intermediagdo) e closeness (proximidade), uma vez que quantificam, de maneira comple-
mentar, a conectividade de cada vértice ao resto da rede. O weighted degree ¢ uma métrica local
dos vértices uma vez que leva em consideracdo apenas seus vizinhos, retratando as interacdes entre
estes vértices. O betweenness e o closeness avaliam cada vértice a partir de uma visdo global da
rede. Em func¢ao destas caracteristicas achamos interessante explorar como estas métricas poderiam
ser integradas ao processo de formacao de comunidades.

Antes de iniciar a andlise da primeira fase, as medidas de centralidade de todos os vértices
da rede sdo calculadas e ordenadas. Na primeira execugdo os vértices foram ordenados em ordem
crescente (do menor valor da medida para o maior), e na segunda, em ordem descrescente (do
maior valor da medida para o menor). Ao usar a ordem crescente, a avaliacdo inicia a partir dos
vértices mais periféricos, uma vez que em algumas solucdes tais vértices tendem a ficar isolados,
afetando o valor da modularidade. Por outro lado, na ordenacio decrescente querfamos explorar a
alta conectividade dos vértices, verificando o que ocorre ao criar comunidades a partir dos membros
mais influentes da rede.

5. Resultados obtidos

Para observar os resultados, realizamos experimentos modificando uma implementacgdo
em Python do método Louvain [Odent e Saint-Guillain, 2012], utilizando Python 3.5.2. As bases
de dados utilizadas durante os testes foram extraidas de redes sociais e podem ser acessadas no site
Network Repository [Rossi e Ahmed, 2015]. A seguir, listamos as bases de dados utilizadas nos
experimentos.

e Facebook-ego e Twitter-ego [Leskovec e Mcauley, 2012]: rede social de amizades no Fa-
cebook, coletada a partir da rede pessoal de alguns participantes andnimos; e circulos do
Twitter, coletados de fontes ptiblicas.
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e Brightkite e Loc-Brightkite [Cho et al., 2011]: redes extraidas da rede social online Bright-
kite, baseada em localizacdo, permitindo a interagdo de usudrios por meio de check-ins.

e Soc-Anybeat [Fire et al., 2012]: base de dados coletada da rede social Anybeat, que possui a
proposta de conectar o usudrio a pessoas que ele ndo conhece, mas vivem préximas a casa do
mesmo.

o GPlus [Rossi e Ahmed, 2015]: rede coletada a partir dos circulos da rede social Google Plus.

A Tabela 1 sumariza as caracteristicas destas bases de dados. Nesta tabela, |V| indica a
quantidade de vértices, | E|, a quantidade de arestas, 4,4 denota o coeficiente de agrupamento local
médio da rede, x mostra o coeficiente de agrupamento global. A dltima coluna contém a densidade
de cada base de dados.

Tabela 1: Atributos das redes sociais utilizadas durante os experimentos.

Base de dados VI |El Kavg K Densidade

Facebook-ego 4K 88K 0,61 0,52 0,01
Twitter-ego 81K 2M 0,57 | 0,37 0,000267

Loc-Brightkite | 58K 2M 0,17 | 0,11 0,0001

Brightkite 57K | 213K | 0,17 | 0,11 | 0,000132294
Soc-Anybeat 13K | 67K | 0,23 | 0,02 | 0,000838774
Gplus 24K | 392K | 0,22 0 0,0001

Os experimentos ocorreram da seguinte forma: cada medida de centralidade (weighted
degree, betweenness e closeness) foi utilizada no algoritmo por vez, de maneira individual. Para
cada medida de centralidade fizemos duas execugdes, uma com a ordenacdo crescente dos valores
e outra com a ordenagdo decrescente. A Tabela 2 apresenta os valores de modularidade obtidos em
cada teste.

Tabela 2: Modularidade obtida originalmente e ap6s as modifica¢cdes no método Louvain em cada base de
dados, destacada por cores. Os valores em vermelho foram piores que o original; em verde, melhores. Em

negrito, os melhores valores de modularidade obtidos pelas métricas.

Facebook-ego | Twitter-ego | Brightkite | Loc-Brightkite | Soc-Anybeat Gplus
Original 0,834819 0.818775 | 0,677205 0,672425 0,467740 | 0,737804
Weighted
degree 0,835442 0,818555 | 0,688056 0,689556 0464287 | 0,733603
crescente
Weighted
degree 0,833764 0,804863 | 0,670847 0,673442 0,459209 | 0,737038
decrescente
Betweenness | ) 031033 0,820271 | 0,687444 0,689383 0,460658 | 0,733830
crescente
Betweenness | ) 04553 0,802587 | 0,686708 0,688618 0451577 | 0,736515
decrescente
Closeness 0,835469 0,819311 | 0,680594 0,682667 0462158 | 0,733946
crescente
Closeness 0,833937 0,818697 | 0,680541 0,682640 0463957 | 0,733385
decrescente

Ao analisar os resultados dos experimentos, percebemos que nas redes com maior coefici-
ente de agrupamento global o uso das métricas trouxe ganhos positivos em modularidade. No caso
das redes Brightkite e Loc-Brightkite, o desempenho pode ter sido melhor na segunda rede (todas
as métricas trouxeram ganho positivo) devido a sua densidade: por ser mais esparsa que a primeira,
as medidas de centralidade tendem a ser mais diferenciadas que em uma rede mais conectada.
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Observamos também que em redes com baixo coeficiente de agrupamento global, o uso
das métricas piorou o desempenho do algoritmo. Por exemplo, na base de dados GPlus, que possui
coeficiente de agrupamento global igual a zero, ordenar os vértices de acordo com as métricas
trouxe valores menores de modularidade, tanto na ordenagdo crescente quanto decrescente.

Estes resultados indicam que o uso das medidas de centralidade no critério de avaliacio do
método Louvain traz beneficios quando a rede complexa possui um alto coeficiente de agrupamento.
Por outro lado, se a rede no possuir esta caracteristica, o algoritmo original funciona melhor.

Outro indicio dos resultados mostra que, quando os vértices sdo ordenados em ordem
crescente de acordo com as medidas, obtém-se melhores valores de modularidade e, portanto, co-
munidades com maior qualidade. Isto pode ser explicado pelo fato de que, ao ordenar os vértices,
aqueles com menores valores segundo a métrica sdo analisados primeiro. Estes vértices sdo mais
periféricos, pouco conectados ao restante da rede. Ao analisa-los primeiro, eles podem ser agrupa-
dos a vértices mais centrais, evitando comunidades muito pequenas e vértices isolados. Isto reflete
em melhoria nos valores de modularidade.

6. Consideracoes finais

Neste artigo, o foco foi o estudo de algoritmos para o problema de deteccdo de comunida-
des em redes sociais, mais especificamente, no método Louvain, um método que utiliza heuristica
gulosa e é mais eficiente em tempo de execucdo e em qualidade das comunidades encontradas
(avaliadas através da modularidade), em comparacio a outros algoritmos da literatura.

O objetivo, desta forma, foi aliar os conceitos de medidas de centralidade em redes com-
plexas ao método Louvain. Para isto, alteramos o critério do algoritmo de constru¢do das comuni-
dades, fazendo com que os vértices fossem analisados de acordo com suas medidas de centralidade,
em ordem crescente e decrescente de weighted degree, betweenness e closeness.

Descrevemos neste trabalho o impacto que estas modificagdes trouxeram em termos de
modularidade obtida pelo algoritmo. Durante nossos experimentos, observamos que o uso das
métricas trouxe mais ganhos positivos em modularidade em redes com maior coeficiente de agru-
pamento global. Em contrapartida, nao houve bons resultados em redes com baixo coeficiente de
agrupamento global, sendo preferivel o uso do algoritmo original.

Observamos também que, nas redes em que o ganho foi positivo, ordenar os vértices
de acordo com as medidas, da menor pontuacdo para a maior, leva a construcdo de comunidades
com mais qualidade, pois os vértices mais periféricos vao sendo progressivamente agrupados aos
vértices mais centrais, evitando vértices isolados e comunidades muito pequenas. Além disso, os
resultados indicam que estas modifica¢des possuem maior eficiéncia em redes esparsas, pois nestas
redes as medidas de centralidade de cada vértice sdo mais varidveis.

Como trabalhos futuros, pretendemos fazer uso de mais de uma métrica para o critério
guloso, verificando se esta mudanca possui alguma influéncia na qualidade das comunidades en-
contradas pelo método Louvain. Pretendemos também utilizar o coeficiente de aglomeragdo global
como métrica para avaliar o quanto os vértices estdo associados e o quanto isso influencia nas co-
munidades identificadas, uma vez que existiu relacdo entre o coeficiente de agrupamento global e a
melhora do método.
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